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Resumen 

En la actualidad existen muchos métodos de predicción que se utilizan en el campo de la salud; 

no obstante, los estudios actuales requiere mayor estudio e indagación en la reactividad de resultados de 

las pruebas del virus de la inmunodeficiencia humana (VIH) utilizando modelos predictivos basados en 

Machine Learning, sin embargo, si se lograra predecir la reactividad positiva de la prueba de VIH de una 

persona con anterioridad, se podría realizar las acciones oportunas con antelación para poder brindarle 

una atención oportuna a la persona, además así poder asignar la preparación del tratamiento 

antirretroviral (TARV) y esquema de tratamiento a utilizar adecuado. Por tal motivo, este estudio propone 

un enfoque predictivo para la reactividad a la prueba del virus de la inmunodeficiencia humana (VIH) 

basado en algoritmos de Machine Learning. Los datos utilizados proceden de los registros del personal de 

salud que pertenecen a una brigada móvil y que realizan funciones de tamizaje de VIH a través del 

Aplicativo Móvil de Tamizaje ITS (App VIH) del Ministerio de Salud del Perú (Minsa). La metodología 

utilizada consistió en evaluar cuatro modelos de machine learning con los algoritmos “Decision Tree 

Classifier, Random Forest Classifier, Extra Trees Classifier y Extreme Gradient Boosting”, con la intención 

de comparar sus resultados y elegir al mejor modelo que presente el mejor desempeño, para luego ser 

utilizado a través de una interfaz gráfica, que permita determinar si una persona posee Reactividad 

Positiva o Negativa al resultado de la Prueba de VIH. Los resultados demostraron que el mejor modelo de 

machine learning para el estudio fue Extra Trees Classifier con un Accuracy Score de 98.19% en 

comparación con Decision Tree Classifier con el menor Accuracy Score de 98.03%; calculado a través de 

la precisión promedio usando el puntaje de validación cruzada con 10 interacciones de los datos de 

entrenamiento; esto indica que el modelo predice con una precisión del 98% la prueba de VIH. Por tal 

motivo, este modelo podrá ser usado en la toma de decisiones relacionadas con las personas que puedan 

contraer el VIH y así brindarles un tratamiento antirretroviral (TARV) adecuado, además de la misma 

forma, apoyar a las labores realizadas por las brigadas móviles urbanas en temas relacionados con el VIH. 
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1. Introducción 

A través de la historia de la sociedad humana, los seres humanos han sido afectados por múltiples 

enfermedades, estas impactan negativamente en la vida de las personas como el caso del Virus de la 

Inmunodeficiencia Humana (VIH) [1], el cual daña el sistema inmunitario al destruir un tipo de glóbulo 

blanco que ayuda al cuerpo a combatir las infecciones; por tal motivo, para combatir esta enfermedad el 

Organismo Mundial de la Salud (OMS) [2] creo estrategias mundiales del sector de la salud para 2022-

2030 contra el VIH, con el objetivo de poner fin al Sida, estableciendo “Global health sector strategies on, 

respectively, HIV, viral hepatitis and sexually transmitted infections for the period 2022-2030” [3]; la cual 

describió varias estrategias: Prestar servicios de alta calidad, basados en la evidencia y centrados en las 

personas, Optimizar los sistemas, los sectores y las alianzas para lograr impacto, Generar y utilizar datos 

para orientar la toma de decisiones encaminadas a la acción, Implicar a la sociedad civil y las comunidades 

empoderadas y Fomentar la innovación para lograr impacto. De la misma forma, en el caso de Perú la 

organización que combate esta enfermedad es el Ministerio de Salud (MINSA) [4] a través de la generación 

de normativas para enfrentar al VIH “Norma Técnica de Salud de Atención Integral del Adulto con 

Infección por el Virus de la Inmunodeficiencia Humana (VIH)” [5], la cual es ayudada por otras 

organizaciones para brindar apoyo a las personas con VIH como el caso de ICAP de la Universidad de 

Columbia que trabaja con AID FOR AIDS (AFA) y los Centros para el Control y la Prevención de 

Enfermedades (CDC), que brindan atención en VIH a refugiados venezolanos en Colombia y Perú [6]; o el 

caso de Socios en Salud, el cual desarrollo el Proyecto País TB-VIH 2022-2025, que asegura el acceso a los 

servicios integrales de salud para poner fin a la tuberculosis y VIH al 2025 [7]. Esto demuestra que el VIH 

al ser un problema mundial, este requiere una acción oportuna para lograr prevenir la infección y su 

propagación, para lograr esto se puede reducir el riesgo de contagiarse o transmitir el VIH al realizarse 

alguna de las siguientes acciones: “Hacer la prueba del VIH, Practicar conductas sexuales menos riesgosas, 

Usar condones, Limitar el número de parejas sexuales, Recibir tratamiento para enfermedades de 
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transmisión sexual, Averiguar profilaxis preexposición (PrEP) y No inyectar drogas” [8]. En este contexto, 

entre las opciones mencionadas, la que destaca es la de realizarse una prueba de VIH [9], la cual consta 

en analizar una muestra de sangre para ver si ha sido infectado con VIH, ya que el saber si una persona 

tiene VIH le da información importante para que se mantenga sano: “Si la prueba da positivo, puede tomar 

medicamentos para tratar el virus, el tratamiento antirretroviral (TARV) [10] para el VIH reduce la cantidad 

de VIH en la sangre (carga viral); en caso contrario, Si la prueba le da negativo, puede tomar medidas para 

prevenir la infección por el VIH” [11]. Por tal motivo, en la actualidad existen muchos métodos de 

predicción que se utilizan en el campo de la salud [12]; no obstante, los estudios actuales no han 

profundizado en la reactividad de las personas que requieran realizar la prueba del virus de la 

inmunodeficiencia humana (VIH) utilizando modelos predictivos basados en Machine Learning [13] a 

través de los algoritmos “Decision Tree Classifier, Random Forest Classifier, Extra Trees Classifier y 

Extreme Gradient Boosting” [14]; ya que estos algoritmos son capaces de poder encontrar relaciones 

complejas no lineales en los datos utilizados para la generación de cada modelo [15]; logrando de esta 

forma reconocer con anticipación a una posible persona con altas probabilidades de tener una reactividad 

positiva a la prueba de VIH, permitiendo a los responsables poder tomas las acciones oportunas en 

relación con el seguimiento, toma de la prueba de VIH y campañas como el del Día Nacional de la Prueba 

de VIH [16]. Por tales motivos, el objetivo de la presente investigación es la de proponer un enfoque 

predictivo para la reactividad a la prueba del virus de la inmunodeficiencia humana (VIH) basado en 

algoritmos de Machine Learning, para apoyar la labor de las Brigadas Móviles Urbanas (BMU) que realicen 

actividades de consejería en VIH y tamizaje de VIH [17] utilizando el Aplicativo Móvil de Tamizaje ITS (App 

VIH) [18] para el registro de información, pudiendo así pronosticar la reactividad a la prueba del VIH y de 

esta forma beneficiar a las personas, porque podrán recibir una atención adecuada mientras esperan los 

resultados oficiales de la reactividad de la prueba de VIH [19] y gracias a esto poder asignar la preparación 

del tratamiento antirretroviral (TARV) y esquema de tratamiento a utilizar adecuado si es positivo [20]. 
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2. Trabajos Relacionados 

En la literatura, se encontró varios estudios relacionados con el Virus de la Inmunodeficiencia 

Humana (VIH) y el uso del Machine Learning (ML); estos fueron agrupados en tres grupos: "El primer grupo 

se centra en las investigaciones de modelos predictivos de Machine Learning realizadas en la ciudad de 

Lima; El segundo grupo se centra en las investigaciones de reactividad a la prueba del VIH realizadas en el 

Perú; El tercer grupo se centra en las investigaciones de modelos predictivos basados en Machine Learning 

relacionadas con el VIH y que fueran realizadas internacionalmente". 

Iniciando con el primer grupo, este se centra en las investigaciones de modelos predictivos de 

Machine Learning realizadas en la ciudad de Lima. Aquí, se destacan tres trabajos investigativos, como el 

trabajo de modelamiento predictivo para deserción de la vacunación de VPH mediante algoritmos de 

Machine Learning [21]; Asimismo, otro trabajo es el modelamiento predictivo visual del éxito académico 

de estudiantes universitarios mediante algoritmos de Machine Learning y un enfoque de Análisis Visual-

Predictivo de Datos [22]; Por último, el trabajo de modelamiento predictivo para la detección de mujeres 

maltratadas físicamente en el ámbito peruano mediante algoritmos de Machine Learning [23].  

Continuando con el segundo grupo, este se centra en las investigaciones de VIH realizadas en el 

Perú. Aquí, se destacan cinco trabajos investigativos, como el trabajo de la conducta sexual y realización 

de la prueba del virus de la inmunodeficiencia humana en jóvenes universitarios [24]; Asimismo, otro 

trabajo es la experiencia peruana sobre el flujograma de diagnóstico del virus de inmunodeficiencia 

humana a través de los resultados de las pruebas de VIH [25]; Continuando, otro trabajo es la evaluación 

de tres marcas de pruebas rápidas frente a muestras de sangre para la detección de anticuerpos contra 

VIH [26]; Siguiendo, otro trabajo es la asociación entre el nivel educativo y conocimiento sobre la 

transmisión de VIH/Sida en mujeres adolescentes con asociación al índice de riqueza [27]; Por último, el 

trabajo de los desafíos en la continuidad de atención de personas viviendo con VIH en el Perú durante la 

pandemia de la COVID-19 y lograr prevenir de este modo su impacto en su salud mental [28]. 
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Por último, con el tercer grupo, este se centra en las investigaciones de modelos predictivos 

basados en Machine Learning relacionadas con el VIH y que fueran realizadas internacionalmente. Aquí, 

se destacan siete trabajos investigativos, como el trabajo del papel de Machine Learning en la predicción 

del riesgo de VIH [29], que dio como resultado que el Machine Learning aplicado a la predicción del riesgo 

de VIH tiene el potencial de contribuir a poner fin al VIH; Asimismo, otro trabajo es la estimación del riesgo 

de VIH basada en el Machine Learning utilizando índices de tasa de incidencia [30], que dio como resultado 

un método de diagnóstico para identificar a los pacientes con riesgo de contraer VIH a partir de su historial 

clínico; Continuando con trabajo es la predicción del comportamiento relacionado con el VIH en 

adolescentes mediante el Machine Learning [31], que dio como resultado el poder identificar a los 

adolescentes que probablemente se involucren en comportamientos de riesgo de contraer el VIH; El 

siguiente trabajo es la predicción de la falta de respuesta de la intervención en adolescentes para la 

prevención del VIH mediante el Machine Learning [32], que dio como resultado la capacidad de identificar 

a los adolescentes que probablemente no responderán a una intervención; Prosiguiendo con el trabajo 

de predicción del estado serológico respecto al VIH en función de las características socio conductuales 

en África Oriental y Meridional [33], que dio como resultado el identificar la positividad del VIH en 

personas con alto riesgo de infección; Siguiendo con el trabado de uso de técnicas de Machine Learning 

para identificar predictores de VIH para detección en África subsahariana [34], que dio como resultado el 

identificar los predictores de VIH y predecir a las personas con alto riesgo de infección VIH; Por último, el 

trabajo del uso de una herramienta para evaluar el comportamiento del riesgo asociado con contraer el 

VIH en tres sitios en Sudáfrica [35], que dio como resultado el identificar el tratamiento adecuado 

utilizando datos de encuestas digitales para los recursos de salud. 
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3. Metodología 

El proceso metodológico utilizado en la presente investigación fue inspirado en una metodología 

propuesta por mí, utilizada para la creación de modelos predictivos basados en Machine Learning 

aplicados al área de la salud [21], el cual fue adaptado en seis fases: “Fase 1: Obtención de Datos, Fase 2: 

Exploración de Datos, Fase 3: Preparación de Datos, Fase 4: Desarrollo de Modelados, Fase 5: Evaluación 

de Modelos y Fase 6: Despliegue del Modelo”; cada fase de la metodología posee diferentes actividades 

que son imprescindibles para la presente investigación. La metodología se muestra en la Figura 1. 

 

Figura 1. Proceso metodológico del modelo predictivo. 

3.1. Fase 1: Obtención de Datos 

Esta fase consistió en la obtención de los registros de las personas que se realizan una prueba de 

VIH y son registrados en el App Móvil de Tamizaje ITS (App VIH), pertenecientes al Ministerio de Salud del 

Perú (MINSA) y que sus variables estén validadas por personal experto en el área de la salud. Los registros 

fueron obtenidos en un archivo Excel, los cuales fueron generados por el Ministerio de Salud para ser 

utilizarlos en el presente estudio. Estos registros obtenidos contienen los datos de los registros originales 

de los tamizajes ITS realizadas a través del App Móvil de Tamizaje ITS entre los años del 2017 al 2023, con 

un total, 309273 registros encontrados en el archivo obtenido. 
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3.2. Fase 2: Exploración de Datos 

3.2.1. Revisión de Variables 

Esta subfase consistió en reconocer y analizar aquellas variables obtenidas de los registros 

originales de los tamizajes ITS (App VIH); dando como resultado un total de 36 variables, que son 

agrupadas en 14 grupos según sus características, para que de esta forma se pueda revisar todas las 

variables obtenidas, las cuales se detallan en la Tabla 1. 

Tabla 1. Identificación de variables agrupadas por descripción. 

Nro. Descripción 
1-5 Ubicación de la Brigada 
6 Establecimiento de Salud 

7-8 Datos de la Brigada 
9-11 Fecha de Abordaje 

12-13 Lugar de Abordaje 
14-15 Datos del Brigadista 
16-21 Datos del Paciente 
22-23 Consentimiento y Consejería 

24 Tipo de Tamizaje 
25-26 Entrega de Preservativo 
27-29 Reactividad a las Pruebas 
30-31 Servicio de Pruebas 
32-34 Tratamiento Antirretroviral 
35-36 Migración al HISMINSA 

 

3.2.2. Selección de Variables 

Esta subfase consistió en la selección inicial de variables reconocidas e identificadas como 

pertinentes para la creación del modelo; en el que únicamente se eligieron 18 variables, para que de esta 

forma únicamente sean utilizadas las variables útiles para la preparación de datos, las cuales se detallan 

en la Tabla 2. 

Tabla 2. Selección de las variables utilizadas en el estudio. 

Variable Tipo Descripción 
REGION Cualitativa nominal Región de la Brigada 

PROVINCIA Cualitativa nominal Provincia de la Brigada 
DISTRITO Cualitativa nominal Distrito de la Brigada 
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3.3. Fase 3: Preparación de Datos 

3.3.1. Filtrado de Registros 

Esta subfase consistió en filtrar los registros por "Ser de Lima o Callao, ser mayor de edad y 

tamizaje de VIH"; además de eliminar los nulos en Tipo Población; por último se elimina la variable Tipo 

Tamizaje por solo ser utilizada para filtrar; reduciendo la cantidad de registros desde 309273, los cuales 

se detallan en la Tabla 3. 

Tabla 3. Filtros realizados con los datos originales. 

Variable Filtro Registros 
TAMIZAJE ITS (ORIGINAL) Todos 309273 

REGION Lima o Callao 113722 
PACIENTE EDAD Entre 18 a 60 años 110255 
TIPO TAMIZAJE VIH 79449 

PACIENTE TIPO POBLACION Valores No Nulos 75076 
 

3.3.2. Modificación de Variables 

Esta subfase consistió en generar nuevas variables en base de las existentes, realizar el escalado 

numérico de características (ENC) e ingeniería de características categóricas (ICC), para poder de esta 

forma mejorar el procesamiento del modelo; dando como resultado 6 variables nuevas, 1 variable ENC y 

6 variables ICC, las cuales se detallan en la Tabla 4. 

TIPO BRIGADA Cualitativa nominal Tipo de Brigada 
FECHA ABORDADO Cuantitativa continua Fecha de Abordado 

TIPO LUGAR ABORDAJE Cualitativa nominal Tipo Lugar Abordaje 
PACIENTE TIPO DOCUMENTO Cualitativa nominal Paciente Tipo Doc. 

PACIENTE EDAD Cuantitativa discreta Paciente Edad 
PACIENTE SEXO Cualitativa nominal Paciente Sexo 

PACIENTE TIPO POBLACION Cualitativa nominal Paciente Tipo Pob. 
PACIENTE NACIONALIDAD Cualitativa nominal Paciente Nacionalidad 

CONSENTIMIENTO INFORMADO Cualitativa nominal Consentimiento Inf. 
TIPO TAMIZAJE Cualitativa nominal Tipo de Tamizaje 

NUMERO CONDONES Cuantitativa discreta Número Condones 
NUMERO LUBRICANTES Cuantitativa discreta Número Lubricantes 

ES REACTIVO PRIMERA PRUEBA Cualitativa nominal Res. Primera Prueba 
TIENE SEGUNDA PRUEBA Cualitativa nominal Tiene Segunda Prueba 

ES REACTIVO SEGUNDA PRUEBA Cualitativa nominal Res. Segunda Prueba 
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Tabla 4. Listado de la modificación de variables. 

Original Cambio Cualitativa 
REGION, PROVINCIA y DISTRITO Nuevo - ESTRATO SOCIAL Ordinal 
REGION, PROVINCIA y DISTRITO Nuevo - AREA ZONA Nominal 

TIPO BRIGADA ICC - TIPO BRIGADA Nominal 
FECHA ABORDADO Nuevo - MES ABORDADO Ordinal 

TIPO LUGAR ABORDAJE ICC - TIPO LUGAR ABORDAJE Nominal 
PACIENTE TIPO DOCUMENTO ICC - PACIENTE TIPO DOCUMENTO Nominal 

PACIENTE EDAD ENC - PACIENTE GRUPO EDAD Ordinal 
PACIENTE SEXO ICC - PACIENTE SEXO Nominal 

PACIENTE TIPO POBLACION ICC - PACIENTE TIPO POBLACION Nominal 
PACIENTE NACIONALIDAD Nuevo - TIPO NACIONALIDAD Nominal 

CONSENTIMIENTO INFORMADO ICC - CONSENTIMIENTO INFORMADO Nominal 
NUMERO CONDONES y 
NUMERO LUBRICANTES Nuevo - USA PRESERVATIVO Nominal 

ES REACTIVO PRIMERA PRUEBA, 
TIENE SEGUNDA PRUEBA y 

ES REACTIVO SEGUNDA PRUEBA 
Nuevo - REACTIVIDAD Nominal 

 

3.3.3. Elección de Variables 

Esta subfase consistió en la elección de las variables que obtuvieron un Valor P menor al alfa de 

5% en la Prueba de Chi Cuadrado “chi2”; lo que indica que hay una asociación estadísticamente 

significativa entre las variables de estudio y la variable Reactividad, quedando 7 variables de todas las 

demás, las cuales se detallan en la Tabla 5. 

Tabla 5. Resultado de la prueba de Chi Cuadrado en relación con la Reactividad. 

Variable Valor P Selección 
AREA ZONA 0.972891 No 

PACIENTE SEXO 0.485906 No 
PACIENTE GRUPO EDAD 0.379955 No 

USA PRESERVATIVO 0.224902 No 
CONSENTIMIENTO INFORMADO 0.069672 No 

TIPO NACIONALIDAD 0.028902 Sí 
TIPO LUGAR ABORDAJE 0.017659 Sí 

PACIENTE TIPO DOCUMENTO 0.004377 Sí 
PACIENTE TIPO POBLACION 0.000000 Sí 

MES ABORDADO 0.000000 Sí 
ESTRATO SOCIAL 0.000000 Sí 

TIPO BRIGADA 0.000000 Sí 
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3.3.4. Balanceo de Datos 

Esta subfase consistió en balancear los datos a través de la aplicación de la técnica de balanceo 

de datos “NearMiss”, la cual disminuye aleatoriamente el número de valores de la clase mayoritaria, lo 

que permitió reparar la brecha original de desigualdad de resultados de reactividad, reduciendo los 

registros de 75076 a 5466, los cuales se detallan en la Tabla 6. 

Tabla 6. Resultado del proceso de la ejecución de NearMiss. 

Variable Original NearMiss 
REACTIVIDAD (Positiva) 2733 2733 
REACTIVIDAD (Negativa) 72343 2733 

 

3.3.5. Codificación de Variables 

Esta subfase consistió en codificar las variables a través de una transformación en las opciones de 

respuesta de las variables categóricas “get_dummies”, dividiendo cada variable en otras nuevas según la 

cantidad de tipos de valores que tengan, en relación con el número de valores menos uno, las cuales se 

detallan en la Tabla 7. 

Tabla 7. Resultado de la codificación de variables. 

Variable Valores Nuevas Variables 
ESTRATO SOCIAL 5 ES_01, ES_02, ES_03, ES_04 

TIPO BRIGADA 2 TB_01 

MES ABORDADO 12 MA_01, MA_02, MA_03, MA_04, MA_05, 
MA_06, MA_07, MA_08, MA_09, MA_10, MA_11 

TIPO LUGAR ABORDAJE 12 LA_01, LA_02, LA_03, LA_04, LA_05, LA_06, 
LA_07, LA_08, LA_09, LA_10, LA_11 

PACIENTE TIPO DOCUMENTO 5 TD_01, TD_02, TD_03, TD_04 

PACIENTE TIPO POBLACION 8 TP_01, TP_02, TP_03, TP_04, TP_05, TP_06, 
TP_07 

TIPO NACIONALIDAD 2 TN_01 
REACTIVIDAD 2 RR_01 
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3.4. Fase 4: Desarrollo de Modelados 

3.4.1. División Aleatorio 

Esta subfase consistió en la distribución de los registros obtenidos del balanceo de los datos, 

dando como resultado, dos grupos aleatorios “train_test_split”, el primero que consta del 80% de los 

registros para entrenamiento y el segundo que consta del 20% de los registros para pruebas, las cuales se 

detallan en la Tabla 8. 

Tabla 8. Resultado de la división aleatoria de los registros. 

División Porcentaje Cantidad 
Entrenamiento 80% 4372 

Prueba 20% 1094 
 

3.4.2. Entrenamiento de Modelos 

Esta subfase consistió en el diseño de cuatro modelos de clasificación, los cuales son capaces de 

encontrar relaciones complejas no lineales, dividiendo el conjunto de tal de registros en dos partes; el 

80% para entrenamiento y el 20% para prueba, los cuales se detallan en la Tabla 9. 

Tabla 9. Detalle de los modelos de clasificación utilizados. 

Modelo Código Tipo de Algoritmo 
Decision Tree Classifier DTS Aprendizaje Supervisado para Clasificación 

Random Forest Classifier RFS Aprendizaje Supervisado para Clasificación 
Extra Trees Classifier ETS Aprendizaje Supervisado para Clasificación 

Extreme Gradient Boosting XGB Aprendizaje Supervisado para Clasificación 
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4. Resultados de la Metodología 

4.1. Fase 5: Evaluación de Modelos 

4.1.1. Selección del Modelo 

Esta subfase consistió en ver cuál de los modelos anteriormente entrenados tiene el mejor 

puntaje de precisión “accuracy”; usando el puntaje de validación cruzada “cross_val_score” con 10 

interacciones de los datos de entrenamiento; se configuró con un n_splits = 10 y random state = 0, los 

cuales se detallan en la Tabla 10, el cual será posteriormente calibrado, los cuales se detallan en la Tabla 

11. Además de mostrar la comparación de los algoritmos a través de gráficos de cajas, los cuales se ilustran 

en la Figura 2. 

Tabla 10. Ejecución de cada interacción por cada modelo. 

Ejecución Decision Tree 
Classifier 

Random Forest 
Classifier 

Extra Trees 
Classifier 

Extreme Gradient 
Boosting 

1 0.981735 0.981735 0.981735 0.984018 
2 0.984018 0.984018 0.984018 0.984018 
3 0.977117 0.977117 0.979405 0.977117 
4 0.981693 0.983982 0.983982 0.981693 
5 0.974828 0.974828 0.977117 0.974828 
6 0.972540 0.974828 0.974828 0.974828 
7 0.983982 0.983982 0.983982 0.981693 
8 0.983982 0.986270 0.986270 0.986270 
9 0.983982 0.986270 0.988558 0.983982 

10 0.979405 0.979405 0.979405 0.979405 
Promedio 0.980328 0.981244 0.981930 0.980785 

 

Tabla 11. Resultados de los modelos de clasificación. 

Modelo Accuracy Score Selección 
Decision Tree Classifier 0.980328 No 

Random Forest Classifier 0.981244 No 
Extra Trees Classifier 0.981930 Sí 

Extreme Gradient Boosting 0.980785 No 
 



pág. 17 

 
Figura 2. Comparación de modelos de Machine Learning. 

4.1.2. Calibración del Modelo 

Esta subfase consistió en la calibración del modelo seleccionado a través de Grid Search 

“GridSearchCV”; se configuró con un cv=10 y n_jobs=-1, que identifico cuáles son los mejores parámetros 

para optimizar el modelo, para luego rediseñarlo y dar como resultado la generación de un modelo 

óptimo, los cuales se detallan en la Tabla 12. 

Tabla 12. Modelo de Machine Learning calibrado. 

Variable Valor 
max_depth 20 

max_features sqrt 
n_estimators 19 
random_state 0 

 

4.1.3. Generación del Modelo 

Esta subfase consistió en verificar el Accuracy Score, Precision, Recall, F1-score y Area Under the 

Curve (AUC) del modelo para luego guardarlo con joblib, los cuales se detallan en la Tabla 13. Además de 

mostrar la Curva ROC en un gráfico, el cual se ilustra en la Figura 3. 

Tabla 13. Resultados del modelo de Extra Trees Classifier. 

Extra Trees Classifier Valor precision recall f1-score 
Accuracy Score: 0.976234 No 0.99 0.96 0.98 

AUC: 0.976143 Sí 0.96 0.99 0.98 
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Figura 3. Curva ROC del modelo de Extra Trees Classifier. 

El modelo Extra Trees Classifier obtuvo los siguientes resultados: Accuracy Score de 97.62%, el 

cual muestra un nivel muy alto de predicciones que el modelo realizó correctamente; Precision de 96%, 

el cual muestra un nivel muy alto en proporción a los positivos que son verdaderos positivos; Recall de 

99%, el cual muestra un nivel muy alto en proporción de positivos reales correctamente clasificados; F1-

score de 98%, el cual muestra un nivel muy alto en precisión y exhaustividad; Curve ROC muestra un nivel 

muy alto de verdaderos positivos contra los falsos positivos; y Area Under the Curve (AUC) de 97.61%, el 

cual muestra un nivel muy alto en qué tan bien se clasifican las predicciones. 

4.2. Fase 6: Despliegue del Modelo 

El despliegue de la aplicación de Reactividad a la Prueba de VIH fue elaborado en la plataforma 

web gratuita de Heroku. El proceso inicia con la visualización del formulario web, luego se debe ingresar 

los valores de las variables: Tipo Brigada, Lugar Abordaje, Mes Abordado, Tipo Nacionalidad, Tipo 

Documento, Tipo Población y Estrato Social, para posteriormente presionar el botón Predecir, el cual 

realiza el proceso de predicción de Reactividad a la Prueba de VIH y devuelve el resultado obtenido al 

formulario web, como se muestra en la Figura 4. 
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Figura 4. Curva ROC del modelo de Extra Trees Classifier. 

4.3. Configuración 

Para la realización del Modelo Predictivo de Machine Learning se utilizaron varias herramientas 

de desarrollo, de las cuales se destaca Anaconda Navigator, Python y otros programas especificados en la 

Tabla 14. Por otro lado, se utilizaron varias librerias para lograr la creación del modelo predictivo y la 

generación del formulario de consumo del modelo elegido; de las cuales destacan pandas, numpy, 

sklearn, imblearn, joblib y flask, que son detalladas en la Tabla 15. 

Tabla 14. Programas utilizados en el modelado. 

Herramienta Versión 
Anaconda Navigator 2.1.4 

Anaconda Prompt 2.1.4 
Spyder ID 5.1.5 

Python 3.9.12 
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Tabla 15. Librerías utilizadas en el modelado. 

Desde Importa Versión 
pandas pandas 1.4.2 
numpy numpy 1.21.5 

matplotlib pyplot 3.5.1 
IPython.display display 8.2.0 

sklearn.preprocessing LabelEncoder 1.0.2 
sklearn.feature_selection chi2 1.0.2 
sklearn.model_selection train_test_split 1.0.2 

sklearn.tree DecisionTreeClassifier 1.0.2 
sklearn.ensemble RandomForestClassifier 1.0.2 
sklearn.ensemble ExtraTreesClassifier 1.0.2 

xgboost XGBClassifier 1.7.3 
sklearn.model_selection GridSearchCV 1.0.2 
sklearn.model_selection StratifiedKFold 1.0.2 
sklearn.model_selection cross_val_score 1.0.2 

imblearn.under_sampling NearMiss 0.10.1 
sklearn.metrics accuracy_score 1.0.2 
sklearn.metrics confusion_matrix 1.0.2 
sklearn.metrics classification_report 1.0.2 
sklearn.metrics roc_curve 1.0.2 
sklearn.metrics roc_auc_score 1.0.2 

joblib dump 1.1.0 
joblib load 1.1.0 
flask Flask 1.1.2 
flask jsonify 1.1.2 
flask request 1.1.2 
flask render_template 1.1.2 
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5. Discusión 

Existen algunos estudios que abordan temas relacionados con la prevención o tratamiento del 

VIH utilizando técnicas de Machine Learning [29] [30] [31] [32] [33] [34] [35], en los que se observa el gran 

impacto que ha tendido el Machine Learning en la predicción del riesgo de VIH y que estas pueden ayudar 

a eliminar el VIH [29] [30]. También se ha visto que se ha podido determinar que existen diversos factores 

que afecta a las personas con el riesgo de contraer VIH en su juventud [31] [32]. Por último, se ha 

comprobado en este estudio, que las variables socioculturales “Tipo Población o Estrato Social“ son 

factores relevantes en la predicción a la reactividad del resultado de la prueba del VIH, como también se 

ha corroborado en numerosos estudios como [33] [34] [35]. 

En la Tabla 13 se observa que el algoritmo Extra Trees Classifier proporciona una alta tasa en 

Accuracy Score 97.62%, AUC 97.61%, Precision 96%, Recall 99% y F1-score 98%. Además, es importante 

considerar que para la selección de variables del estudio se eligieron las que obtuvieran un Valor P menor 

al alfa de 5% en la Prueba de Chi Cuadrado “chi2”; Lo que indicaba que hay una asociación 

estadísticamente significativa entre las variables de estudio, que en su mayoría son variables sociales, y la 

variable Reactividad, visualizado en la Tabla 5. En este sentido, solo se conservaron para el estudio Tipo 

nacionalidad, Tipo Lugar Abordaje, Paciente Tipo Documento, Paciente Tipo Población, Mes Abordado, 

Estrato Social, Tipo Brigada y Reactividad. 

En consecuencia, se identificó que las variables que tienen mayor importancia para el presente 

estudio son Paciente Tipo de Población, Mes Abordado, Estrato Social y Tipo Brigada, las cuales en su 

mayoría son sociales, al obtener un valor P de 0, al identificar que si existe concordancia perfecta entre 

las frecuencias observadas y las esperadas. Sin estas variables, el estudio no podría concretarse, ya que 

son importantes para el modelo. Este hallazgo permite utilizar el presente estudio para ser utilizado en 

diferentes ciudades del Perú, aparte de las utilizadas en este que son Lima y Callao, pudiendo de esta 

forma expandir su uso a nivel nacional. 
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Cabe mencionar que este estudio tiene algunas limitaciones. Es la primera vez que estos datos se 

exploran en un trabajo científico, por lo que no existen resultados previos en la literatura referente al uso 

de estos datos. Por otro lado, se hubiera deseado contar con más variables para el presente estudio como 

variables socioculturales, socio demográficas o socio conductual. El análisis y el enfoque debería ser más 

robusta con la inclusión de estas variables. En este sentido, el alcance sería más esclarecedor y los 

hallazgos podrían ayudar a mejorar la toma de decisiones en problemas relacionados con la reactividad 

de los resultados a la prueba de VIH. 
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6. Conclusiones 

Los resultados obtenidos permiten afirmar que las técnicas de Machine Learning seleccionadas 

presentaron una capacidad predictiva eficiente en relación con la reactividad a la prueba de VIH, utilizando 

cuatro modelos diferentes para realizar las pruebas. Sin embargo, entre todos estos, se recomienda el 

modelo creado con el algoritmo Extra Trees Classifier, porque esta muestra mejores indicadores de 

rendimiento, tanto en Exactitud como en Precisión y Sensibilidad. Identificando los factores clave para 

predecir la reactividad del resultado de la prueba de VIH a través del Tipo de Brigada, Estrato Social, Mes 

de Abordado y Paciente Tipo Población, las cuales son determinantes, ya que dieron un valor de 0 en el 

estadístico chi-cuadrado, demostrando que, si existe concordancia perfecta entre las frecuencias 

observadas y la esperada, es decir, si se desea tener una buena ejecución en las actividades de las brigadas 

móviles urbanas se debe tener en consideración los mejores indicadores de rendimiento anteriormente 

mencionados y así ir a lugares donde posiblemente encuentren personas reactivamente positivas al VIH.  

Existen estudios que han demostrado la existencia de factores externos a los utilizados en el 

presente estudio por los brigadistas que realizan pruebas de VIH, que influyen de manera importante en 

los predictores del VIH [33] [34] [35]. En este sentido, otra mirada a la contribución de este estudio 

corresponde al hecho de introducir factores adicionales, como tipo de brigada y tipo de población, al 

análisis. De esta forma, para trabajos futuros, también se podrá incorporar información no incluida como 

datos socio conductuales, datos demográficos o socioeconómicos. Además, la incorporación de estos 

factores mejorará el mecanismo de predicción de la reactividad al resultado de las pruebas de VIH, 

brindando información valiosa para desarrollar estrategias y actividades para la realización de las 

actividades de las brigadistas. Finalmente, el enfoque predictivo propuesto puede ser considerado como 

un apoyo para la toma de decisiones para identificar como realizar una campaña efectiva de realización 

de pruebas de VIH, para que de esta forma apoyar a las labores realizadas por las brigadas móviles urbanas 

en temas relacionados con el VIH. 
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Anexo 

#Se importa el excel 'Tamizajes ITS' en la variable 'data' 
data = pd.read_excel('Tamizajes ITS.xlsx',sheet_name='Hoja1', na_values=missing_values) 
 
#Se realiza el filtro de la variable 'REGION': Lima o Callao 
data_filtro_x_region = data_selecc  
data_filtro_x_region = data_filtro_x_region[(data_filtro_x_region['REGION'] == 'LIMA') | 
(data_filtro_x_region['REGION'] == 'CALLAO')] 
 
#Asignación de Estratos Sociales a los Distritos de LIMA BARRANCA 
data_estrato_social['ESTRATO SOCIAL'] = np.where(np.logical_and(data_estrato_social['PROVINCIA'] == 
'BARRANCA', data_estrato_social['DISTRITO'] == 'BARRANCA'), 3,     
np.where(np.logical_and(data_estrato_social['PROVINCIA'] == 'BARRANCA', 
data_estrato_social['DISTRITO'] == 'PARAMONGA'), 3,    
np.where(np.logical_and(data_estrato_social['PROVINCIA'] == 'BARRANCA', 
data_estrato_social['DISTRITO'] == 'PATIVILCA'), 4,     
np.where(np.logical_and(data_estrato_social['PROVINCIA'] == 'BARRANCA', 
data_estrato_social['DISTRITO'] == 'SUPE'), 4,     
np.where(np.logical_and(data_estrato_social['PROVINCIA'] == 'BARRANCA', 
data_estrato_social['DISTRITO'] == 'SUPE PUERTO'), 4, data_estrato_social['ESTRATO SOCIAL']))))) 
 
#Se crea la variable 'PACIENTE GRUPO EDAD' con los valores de la variable 'PACIENTE EDAD' 
data_genera_v_grupo_edad = data_genera_t_tipo_documento 
data_genera_v_grupo_edad['PACIENTE GRUPO EDAD'] = 
np.where(np.logical_and(data_genera_v_grupo_edad['PACIENTE EDAD'] >= 18, 
data_genera_v_grupo_edad['PACIENTE EDAD'] <= 29), 1,                                                   
np.where(np.logical_and(data_genera_v_grupo_edad['PACIENTE EDAD'] >= 30, 
data_genera_v_grupo_edad['PACIENTE EDAD'] <= 60), 2,                                                   
data_genera_v_grupo_edad['PACIENTE EDAD'])) 
data_genera_v_grupo_edad['PACIENTE GRUPO EDAD'].value_counts() 
 
#Prueba de Chi-Cuadrado 
data_chi_scores = chi2(data_eleccion_x,data_eleccion_y) 
data_p_values = pd.Series(data_chi_scores[1],index = data_eleccion_x.columns) 
data_p_values.sort_values(ascending = False , inplace = True) 
data_p_values.plot.bar() 
 
#Codificación de características categóricas: Reactividad 
pd.value_counts(data_dummy['REACTIVIDAD'], sort = True) 
data_dummy['REACTIVIDAD CAT'] = np.where(data_dummy['REACTIVIDAD'] == 1, 'RR_01',  
np.where(data_dummy['REACTIVIDAD'] == 2, 'RR_02', 'RR_00')) 
pd.value_counts(data_dummy['REACTIVIDAD CAT'], sort = True) 
data_dummy_rr = pd.get_dummies(data_dummy['REACTIVIDAD CAT']).iloc[:,:-1] 
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#Proceso de validación cruzada con 10 interacciones de los datos de entrenamiento 
for name, model in models: 
 kfold = StratifiedKFold(n_splits=10, shuffle=True, random_state=0) 
 cv_results = cross_val_score(model, data_x_train, data_y_train, cv=kfold, scoring='accuracy') 
 results.append(cv_results) 
 names.append(name) 
 valores.append(msg) 
 
#Se crea la variable Grid_Search que almacena el modelo de calibración 
Grid_Search = GridSearchCV(ExtraTreesClassifier(), Params_Modelo, cv=10, n_jobs=-1) 
 
#Se escoge el mejor modelo predictivo 
ETS_Best_Params = ExtraTreesClassifier(n_estimators=19, max_depth=20, max_features='sqrt', 
random_state=0) 
 
#Se entrena el modelo calibrado con los datos de entrenamiento 
ETS_Best_Params.fit(data_x_train, data_y_train) 
 
#Se realiza las predicciones con los datos del array de prueba 'data_x_test' 
ETS_Calibrado_Predic = ETS_Best_Params.predict(data_x_test) 
 
#Prueba de uso del modelo predictivo 
dataXnewValues = [['ES_01', 'ES_02', 'ES_03', 'ES_04', 'TB_01', 'MA_01', 'MA_02', 

                      'MA_03', 'MA_04', 'MA_05', 'MA_06', 'MA_07', 'MA_08', 'MA_09', 
                      'MA_10', 'MA_11', 'LA_01', 'LA_02', 'LA_03', 'LA_04', 'LA_05', 
                      'LA_06', 'LA_07', 'LA_08', 'LA_09', 'LA_10', 'LA_11', 'TD_01', 
                      'TD_02', 'TD_03', 'TD_04', 'TP_01', 'TP_02', 'TP_03', 'TP_04', 
                      'TP_05', 'TP_06', 'TP_07', 'TN_01'],  
                      [0, 0, 1, 0, 1, 0, 0,  
                       0, 0, 0, 1, 0, 0, 0, 
                       0, 0, 0, 0, 0, 0, 0,  
                       0, 0, 1, 0, 0, 0, 0,  
                       0, 1, 0, 0, 1, 0, 0, 
                       0, 0, 0, 1]] 

 
dataXnewColumns = dataXnewValues.pop(0) 
dataXnewDf = pd.DataFrame(dataXnewValues, columns=dataXnewColumns) 
 
#Se crea la variable 'Ynew' que recibe el resultado de la predicción del modelo  
Ynew = ETS_Best_Params.predict(dataXnewDf) 
 
#Se lista el resultado de la Predicción del Módelo 
print("X=%s, Predicción=%s" % (Xnew[0], Ynew[0])) 
 
#Generación de modelo predictive para usarlo luego 
dump(ETS_Best_Params, 'ReactividadVIH.joblib') 
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