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Resumen

El presente trabajo tiene el propdsito de optimizar el performance del sistema de
recomendacion de libros basado en algoritmos de similaridad que permita sugerir
recomendaciones de textos con contenidos relevantes a los usuarios del Centro de
Recursos para el Aprendizaje y la Investigacion de la Universidad Peruana Unién. El
método CRISP DM se ha aplicado a un caso de sistema de recomendacion de libros para
el andlisis de datos y optimizacion del modelo. El método de filtrado colaborativo ha
permitido identificar las preferencias de los usuarios y la de otros usuarios con
caracteristicas similares para generar las predicciones; y se ha usado el modelo K-Nearest
Neighbor con el algoritmo de similitud de coseno para calcular la mayor similitud entre los
usuarios y los libros para ofrecer recomendaciones a los usuarios. En la experimentacion
se ha obtenido un buen performance del modelo de recomendacién con un promedio de
0.83 de exactitud medainte el ajuste de hiperpardmetros en el entrenamiento. Sin embargo,
en los problemas de clasificacion de multiclase se presentan las clases desequilibradas,
donde las clases minoritarias obtienen promedios muy bajos; para manejar esta situacion
se ha usado la técnica de sobremuestreo de las clases minoritarias logrando balancear los
datos, lo que ha permitido obtener el promedio total de 0.91 de accuracy, lo que muestra
el mejor performance del modelo. La métrica de evaluacion que se ha aplicado es la matriz
de confusion, obteniendo promedios esperados de precision (0,91) y de sensibilidad (0.91)
lo que evidencia que se puede realizar la prediccion de las recomendaciones precisas. Se
concluye que se puede lograr la optimizacién del performance del modelo de sistema de
recomendacion de libros basados en algoritmos de similitud sin demandar mucha

capacidad de computo dependiendo del tamafio de la muestra del conjunto de datos.

Palabras clave: Sistema de recomendacion, filtrado colaborativo, algoritmo de similitud, K-

Nearest neighbor.

Abstract

The purpose of this paper is to optimize the performance of a book recommendation
system based on similarity algorithms to suggest text recommendations with relevant
contents to the users of the Learning and Research Resources Center of the Universidad
Peruana Unién. The CRISP DM method has been applied to a book recommendation
system case for data analysis and model optimization. The collaborative filtering method
has allowed the identification of user preferences and that of other users with similar
characteristics to generate the predictions; and the K-Nearest Neighbor model with the
cosine similarity algorithm has been used to calculate the highest similarity between users

and books to provide recommendations to users. In the experimentation, a good

Xi



performance of the recommendation model has been obtained with an average of 0.83
average accuracy of hyperparameter setting in training. However, in the multiclass
classification problems there are unbalanced classes, where the minority classes obtain
very low averages; to handle this situation, the technique of oversampling of the minority
classes has been used, balancing the data, which has allowed to obtain an overall average
of 0.91 accuracy, which shows the best performance of the model. The evaluation metric
that has been applied is the confusion matrix, obtaining expected averages of accuracy
(0.91) and sensitivity (0.91), which shows that the prediction of accurate recommendations
can be performed. It is concluded that the performance optimization of the book
recommendation system model based on similarity algorithms can be achieved without

demanding much computational power depending on the sample size of the dataset.

Keywords: Recommender system, collaborative filtering, similarity algorithm, K-
Nearest neighbor.
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CAPITULO |

PLANTEAMIENTO DEL PROBLEMA

1.1. Identificacion del problema

Los buscadores web son las herramientas para encontrar informacion en internet u
otros sistemas de contenidos con mucha cantidad de informacion, pero cada vez es mas
complicado encontrar contenidos de manera rapida y eficiente por la inmensa cantidad de
informacion. Por tanto, en los Ultimos afios, los buscadores de informacion utilizan los
sistemas de recomendacion para facilitar a los usuarios para que encuentren contenidos

de interés optimizando el tiempo con minimo de esfuerzo y dedicacion.

Las universidades con la finalidad de actualizar los materiales bibliogréaficos realizan
compras de libros cada afio, lo que incrementa el nimero de items en sus bibliotecas; en
efecto, para manejar la complejidad de la cantidad de informacion, se han implementado
sistemas de apoyo de busqueda de contenidos; sin embargo, los usuarios necesitan pasar
mucho tiempo para encontrar lo requerido y muchas veces con resultados insatisfactorios.
Segun la entrevista al responsable del Tl del CRAI campus Juliaca, que mas de 50% del
total de usuarios que reportaron que no encontraron el contenido que buscaban, lograron

obtener el material requerido con la ayuda de un profesional de la biblioteca.

Las bibliotecas del Centro de Recursos para el Aprendizaje y la Investigacion (CRAI)
de la Universidad Peruana Unién usan el sistema tradicional de busqueda de informacidn,
donde el usuario interactda con el sistema través de una caja de texto, en donde debe
escribir una cadena de texto compuesto de palabras clave o metadatos utilizados en las
bibliotecas para encontrar la informaciéon en una coleccion de contenidos; esto puede
resultar problemético si el usuario no usa los términos adecuados, no tiene claridad sobre
el tema que requiere buscar o no es capaz de expresar por escrito su necesidad de
informacion, para que el sistema de busqueda recupere documentos con contenidos
pertinentes [1]. Los criterios de busqueda no son éptimos y requiere manejo de técnicas de
busqueda y mucho tiempo para encontrar contenidos segun las necesidades de

informacién de los usuarios.

En la Figura 1, se muestra la interfaz de busqueda tradicional de libros que utilizan
las bibliotecas del CRAI. Se realiz6 una busqueda bésica de libros usando las palabras
claves “Sistemas de informacion” y se obtiene 132 resultados, lo que significa que el

usuario tendria que revisar los contenidos de cada titulo.
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Figura 1. Interfaz de blsqueda tradicional de libros de la biblioteca del CRAI

Ademas, el sistema actual no cuenta con un médulo de sugerencias ni
recomendaciones de libros a los usuarios segun sus necesidades de informacién y no se
conoce las preferencias de los usuarios, lo que no permite ofrecer sugerencias de
contenidos personalizados. Ademas, los usuarios satisfechos no pueden colaborar con

otros usuarios similares haciendo valoraciones de libros con contenidos relevantes.

Para enfrentar estas dificultades, los sistemas de busqueda de contenidos optan por
el uso de diferentes métodos de sistemas de recomendacion como técnica para recuperar
la informacién de manera rapida; sin embargo, dependiendo de la cantidad de informacién
gue manejan, los mecanismos de retroalimentacion y la capacidad de computo, se pueden
presentar los problemas de optimizacién de sistemas de recomendacion, dificultad para la
recopilacién de la mayor cantidad de informacién a través de los mecanismos de
retroalimentacién y la optimizacién de algoritmos para mejorar el performance y minimizar

el consumo de memoria [2].

Las bibliotecas del CRAI de la Universidad Peruana Unidon también enfrentan algunos
de estas dificultades por el aumento de la cantidad de ejemplares de libros que dificultan
encontrar contenidos de interés de los usuarios. Segun el responsable de Tecnologias de
Informacion del CRAI, actualmente las bibliotecas cuentan con aproximadamente 64,883
ejemplares de libros y 9,000 usuarios respectivamente (CRAI, 2019). En tal sentido, el
método de sistema de recomendacion de filtrado colaborativo puede ayudar a encontrar la
similitud de los usuarios para realizar predicciones y sugerencias de contenidos a los
usuarios, pero depende de la matriz de calificaciones y la colaboracion con valoraciones

proporcionadas por otros usuarios. Por tanto, uno de los principales dificultades de este
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método es la escasez de matriz de calificaciones [3], esto no permite predecir
recomendaciones eficientes acordes con las preferencias de los usuarios. Entonces la
optimizacion de los sistemas de recomendacion es de prioridad para lograr la precision de
las predicciones, para ello se requiere algoritmos con mejores hiperparametos y buen

rendimiento del modelo.

Por consiguiente, en el presente trabajo se abordara el problema de optimizacién de
sistemas de recomendacién para sugerir libros con contenidos relevantes acorde a las
preferencias de los usuarios de las bibliotecas del CRAI, ademéas de la evaluacion y

seleccién del mejor algoritmo de similaridad para lograr dicho propdésito.

1.2. Formulacion del problema
1.2.1. Problema general

Considerando el problema mencionado anteriormente, se plantea la siguiente
interrogante: ¢ Como se puede optimizar el performance del sistema de recomendacion de
libros utilizando algoritmos de similaridad para ofrecer recomendaciones segun las
preferencias de los usuarios del Centro de Recursos para el Aprendizaje y la Investigaciéon

de la Universidad Peruana Unién?

1.2.2. Problemas especificos

¢ El sistema de informacion actual usa criterios de blsqueda no muy 6ptimos y es
complejo encontrar contenidos de interés para los usuarios por el aumento de la
cantidad de libros en las bibliotecas de la universidad; ademas, no cuenta con
un moédulo para realizar recomendaciones de libros con contenidos relevantes
segun las preferencias de los usuarios. ¢Cémo el uso de algoritmos de
similaridad en el sistema de recomendacién de libros puede ayudar a ofrecer

recomendaciones precisas a los intereses de los usuarios del CRAI?

e Para el problema de optimizacién de performance ¢ COmo se puede optimizar el
performance del modelo logrando los mejores hiperparametros para lograr
recomendaciones de libros segun las preferencias de los usuarios?

1.3. Objetivos de la investigacion

1.3.1. Objetivo general

Optimizar el performance del sistema de recomendacion de libros basado en

algoritmos de similaridad que permita ofrecer recomendaciones de textos con contenidos
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relevantes segun los intereses de los usuarios del Centro de Recursos para el Aprendizaje

y la Investigacion de la Universidad Peruana Unién.

1.3.2. Objetivos especificos

e Definir el método de sistema de recomendacion que se adapte a las
caracteristicas del conjunto de datos disponible para la generacion de

recomendaciones de contenidos de libros.

e Evaluar y validar el algoritmo de similaridad que permita la optimizacién del
sistema de recomendacién de libros segun las preferencias de los usuarios del

CRAI con el mejor performance del modelo.

e Evaluar la precision y la sensibilidad del modelo de sistema de recomendacion

de libros.

e Visualizar los resultados de recomendaciones de libros mediante una interfaz de

aplicacion movil de sistema Android.
1.4. Justificacion de la investigacién

El trabajo se justifica en forma teérica, practica y metodoldgica, lo que se detalla en

seguida:

1.4.1. Justificacion tedrica

El aprendizaje automatico o Machine Learning es aplicado en los diferentes de areas
de conocimiento para resolucién de problemas complicados a través de descubrimiento de
patrones en datos masivos y es una de las ramas de investigacion mas difundidos en
ciencias de la computacion. Las técnicas de machine learning se aplican en menor o0 mayor
grado de velocidad y profundidad en diferentes sectores mejorando la eficiencia de las
organizaciones. Consiste en la aplicacion de herramientas tecnolégicas a través de
técnicas y algoritmos que usan un conjunto de datos para detectar patrones en forma
automatica con el objetivo de realizar predicciones y tomar decisiones en el futuro mediante

el autoaprendizaje, permite personalizar servicios y lograr la ventaja competitiva.

El aprendizaje automatico da origen a los sistemas de recomendacién que permiten
ofrecer informacién, productos y servicios personalizados a los usuarios y se han
desarrollado para reducir parte de la sobrecarga de informacion en la red. Estos sistemas
son ampliamente utilizados para ayudar a los usuarios a obtener la informacion de manera

facil y rapida.
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En el presente trabajo se ha abordado el problema de optimizacion en los sistemas
de recomendacién de libros, con el propésito de lograr recomendaciones precisas segun
las preferencias de los usuarios. Existen diferentes tipos de algoritmos que se pueden
aplicar para casos especificos, pero considerando el caso del problema mencionado se
apuesta por la aplicacion de algoritmos de similaridad como una alternativa para abordar
el problema y profundizar investigaciones sobre la evaluacion de algoritmos existentes para
optimizar los sistemas de recomendaciones que se pueden aplicar en diferentes areas del

conocimiento.

1.4.2. Justificacion practica

La aplicacién de Machine Learning en los servicios bibliotecarios a través de sistema
de recomendacién permitirA recomendar contenidos de libros a los usuarios de las
bibliotecas del CRAI a través de un aplicativo de sistema Android; ademas los usuarios
pueden interactuar con el sistema valorando los libros con contenidos relevantes, para que
éstos puedan ser sugeridos a otros usuarios similares. Asimismo, permite encontrar
contenidos relevantes segun las necesidades de informacion para ofrecer las
recomendaciones basadas no soélo en libros de contenidos similares, sino también en los

documentos mas utilizados, o en los mejor valorados por los mismos usuarios.

A su vez recomendar libros a los estudiantes que nunca han pedido prestados libros
de la biblioteca y finalmente lograr el uso de los recursos de la biblioteca de manera
eficiente. Para ello es necesario reunir la mayor cantidad de datos relacionados con el perfil
de usuario y su comportamiento, que permita medir su interés sobre los contenidos de

libros o grupo de contenidos relacionados con cursos [2].

Los sistemas de recomendacion de libros en las bibliotecas de las universidades
deben ser considerados como una herramienta adecuada para la interaccion de los
usuarios con los sistemas de busqueda de informacion para obtencién de contenidos para

las actividades académicas.

1.4.3. Justificacion metodol6gica

Se justifica por la aplicacion del aprendizaje automético supervisado para problemas
de clasificacion, empleando el modelo K-Nearest Neighbors con el método de filtrado
colaborativo para la optimizacion del sistema de recomendacion de libros utilizando
algoritmos de similaridad. A continuacion, se mencionan los pasos para la construccion de
sistemas de recomendaciones: Extraccion de datos, preparacion de data set,
preprocesamiento de datos, procesamiento de datos, modelado, evaluacion e
implantacion.
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Los algoritmos de similaridad permiten conocer la similitud de los usuarios y los items
para descubrir las preferencias de los usuarios, para ello es fundamental contar con el
conjunto de datos bien preparado, elegir el modelo adecuado y el método de
recomendacién que se adapte al data set con que se cuenta; a su vez es importante para
lograr la optimizacion de un sistema de recomendacion para sugerir contenidos de libros
de acuerdo a las preferencias de los usuarios de la biblioteca del CRAI, ahorrandole tiempo
y tener experiencias satisfactorias. Se puede mencionar el caso de Amazon que optaron

por algoritmos de similitud de coseno [4].

Cabe mencionar que la revolucion industrial 4.0 tiene como una de sus
caracteristicas, mantener abierto los canales digitales de interaccion del usuario con los
servicios, esto permite responder eficientemente a las exigencias de los usuarios en la
busqueda de contenidos y mejorar los servicios del CRAI, lo que podria convertirse en una

ventaja competitiva.
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CAPITULO I

MARCO TEORICO
2.1. Antecedentes de investigacion

El estudio realizado por Ji, Yannan, Shi, & Xiang [5] con titulo “Research on
personalized book recommendation model for new readers” tuvo el objetivo de proponer un
modelo de recomendacion utilizando el algoritmo de filtrado colaborativo para estudiantes
que nunca han tomado prestados libros de la biblioteca. EI modelo de recomendacion de
libros genera las listas de recomendaciones para los usuarios objetivo utilizando sus
registros de seleccion de cursos y los datos de préstamos existentes de usuarios
conocidos. Se propuso un modelo de recomendacion combinado con los datos de
seleccién de cursos y el algoritmo de filtrado colaborativo para resolver el problema de
arranque en frio que consiste en que el usuario objetivo no tiene registro de préstamos
(nuevos usuarios). Ademas, analiza diferentes métodos de calculo de similitud como
Euclides, Coseno y Jaccard para resolver el problema de arranque en frio en los sistemas
de recomendacion. Para el problema de arranque en frio, en la primera etapa, se
recomienda usar la similitud de Jaccard para recomendar 5 libros al usuario nuevo, porgue

de esta manera se puede obtener una alta precision.

Segun Liang & Wan [6] en su trabajo de investigacion “The Desing and
implementation of Books Recomendation System” tuvo como obijetivo el disefio de un
sistema de recomendacion principalmente basado en filtrado de colaboracién de acuerdo
con las preferencias de grupos con las mismas aficiones e intereses, los usuarios pueden
recomendar informacion que les interesa a otros usuarios. Para proveer el servicio de
recomendacion de libros personalizado de alta calidad para los lectores se ha usado el
algoritmo de filtrado de colaboracién y reunir las necesidades de informacién personalizado
en mineria de datos incluyendo los intereses potenciales de los lectores. El sistema de
recomendacion solo provee servicio de recomendacion para usuarios registrados, eso
significa que el usuario debe iniciar sesion en la pagina. Se implementé una pagina de
sistema de recomendacion de libros personalizado utilizando la funcién de recomendacion
de expertos para recomendar libros a los nuevos lectores y para sugerir nuevos libros a los
lectores, lo que ha mejorado la tasa de utilizacion de libros y la calidad del servicio de

informacién de la universidad.

El trabajo de investigacion realizado por Wang et al. [3] con el titulo “Computing User
Similarity by Combining SimRank++ and Cosine Similarities to Improve Collaborative

Filtering” con el objetivo de validar la efectividad de la similitud agregada y evaluar la
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efectividad de las recomendaciones en el método de filtrado colaborativo basado en el
usuario; se han usado cuatro medidas de similitud en experimentos comparativos los
cuales son: similitud de coseno, similitud de SimRank++, coeficiente de correlacion de
Pearson y similitud agregada con datos de MovieLens 100k y DBpedia. Los resultados

obtenidos muestran que la similitud agregada supera a los demas en RMSE y MAE.

Tewari & Priyanka [7] han realizado el trabajo de investigacion denominado “Book
Recommnedation System based on collaborative filtering and association rule mining for
college students” para elaborar un nuevo enfoque de un sistema de recomendacion de
libros en la web, para estudiantes universitarios y académicos . Se ha utilizado las técnicas
de clasificacion de mineria de datos para generar un conjunto de reglas de agrupamiento
con la finalidad de clasificar los registros de datos en un conjunto de tres clases de editores,
analisis de comportamiento de compra del cliente. Ademas, se ha utilizado el método
filtrado colaborativo basado en usuarios para recomendaciones personalizados basandose
en la similitud de perfil de interés de los usuarios. Se ha logrado un sistema que recomienda
libros a los usuarios en funcion a los precios y editores preferidos.

En otra investigacion realizado por Tewari, Kumar & Barman [8] “Book
Recommendation System based on combine features of content based filtering,
collaborative filtering and association rule mining” el trabajo presenta un sistema de
recomendacion basada en una combinacion de caracteristicas de filtrado de contenidos,
filtrado colaborativo y reglas de asociacion de mineria de datos con la finalidad de lograr
recomendaciones eficientes y eficaces a los comprados de libros. El sistema de contenido
ofrece informacién relevante a los compradores basado en la historia de la data de compra
de libros, dando el contenido de la vision general de los libros en la que el comprador esta
interesado utilizando el filtrado de contenido. El filtrado colaborativo se ha usado porque se
basa en la opinién de otros usuarios y se tomado el promedio ponderado de la calificacion
del usuario objetivo. El sistema de recomendacién funciona en offline y almacena
recomendaciones en el perfil web del comprador, y cuando se conecte en la siguiente vez

las recomendaciones se generan automaticamente.

Segun Aygun & Yildiz [9] en su trabajo de investigacién denominado “Development
of contenido based book recommendation system using genetic algorithm” con el objetivo
de evaluar, interpretar y predecir las préximas elecciones basado en el interés. El sistema
de recomendacion hibrido se desarrollé con algoritmo genético basado en notas de libros,
como un modelo de red social de libros en el cual se encuentran lectores y libros, cada
usuario tiene una biblioteca virtual para leer, que puede actualizar de acuerdo a las

revisiones y evaluaciones del libro; se han obtenido resultados altamente satisfactorios al
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usar el nuevo sistema de recomendacion de libros basados en lecturas de libros y revistas,

comentarios y nuevos libros que pueden atraer el interés del lector.

El trabajo de investigacion realizado por Tian, Zheng, Wang, Zhang & Wu [10] titulado
“College library personalized recommendation system based on hybrid recommendation
algorithm” tuvo el objetivo de disefiar un sistema de recomendacion personalizado para
bibliotecas universitarias basado en un algoritmo de recomendacién hibrido. Se ha
aplicado el filtrado colaborativo y algoritmo de recomendacién basado en contenidos,
realizando la clasificacion de lectores, el establecimiento de matriz de ranking de usuarios
por items, la construccién de un modelo de espacio vectorial y el calculo de similitud entre
usuarios, considerando las caracteristicas de los libros y lectores universitarios. Ademas,
se utilizé la plataforma de Big Data de Spark para lograr el sistema de recomendacion de
libros personalizado y mejorar la tasa de utilizacion de los libros. Se ha realizado el
experimento con datos de la Biblioteca de Universidad de Tecnologia de Mongolia Interior,
obteniendo resultados que explican que los métodos hibridos proporcionan

recomendaciones con mayor precision que los enfoques nativos.

La investigacion realizada por Zhu [11] con el titulo “A book recommendation
algorithm based on collaborative filtering” tuvo el objetivo de investigar el algoritmo de
recomendacion colaborativa y proponer un método sobre el agrupamiento de K-means y
K-nearest neighbor para dividir los grupos de usuarios. Para el experimento se ha utilizado
la data histérica del proveedor de libros en audio de Douban. Después del analisis, segln
las caracteristicas de la estructura de datos, se propone el método de recomendacion
hibrido. Para los usuarios con datos histéricos, este método puede mejorar la precision de
la recomendacion. En cuanto al método de agrupamiento el de mayor precision es K-

nearest neighbor.

Segun el trabajo de investigacion de Priyanka, Tewari, & Barman [12] titulado
“Personalised book recommendation system based on opinion mining technique” presenta
un sistema de recomendacion de libros online para usuarios que buscan libros,
considerando las caracteristicas especificas de un libro; el objetivo principal fue desarrollar
una técnica con recomendaciones de muchas opciones de libros para usuarios de acuerdo
a las caracteristicas especificas de los libros que son del interés de los usuarios. Las
recomendaciones estan basadas en la combinacion de caracteristicas de clasificacion y

técnica de mineria de opinion. El sistema trabaja en modo offline sin problemas.

En Colombia, en la Universidad de Cérdoba, se ha realizado una investigacion

titulado “Diseno de un sistema de recomendacion en repositorios de objetos de aprendizaje
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basado en la percepcion del usuario: caso Rodas” cuyo objetivo fue disefiar un sistema de
recomendacién de objetos de aprendizaje en repositorios basado en el filtrado colaborativo
adaptando el algoritmo K-vecinos (k-nearest neighbors) fundamentado en la percepcion
que los usuarios tienen de usabilidad y utilidad sobre los objetos de aprendizaje. Se
desarrollé el sistema con la finalidad de mejorar la basqueda de objetos de aprendizaje;
ademas se implementd un sistema de valoracién de objetos de aprendizaje para que los
usuarios participen calificando dichos objetos. Se ha utilizado las técnicas estadisticas
sobre el reporte de las valoraciones que dio un usuario sobre los items. Se valido la eficacia
de las recomendaciones utilizando data mining aplicado a un grupo de usuarios
seleccionados aleatoriamente. Las recomendaciones fue de utilidad y ayudaron en el

ahorro de tiempo en las busquedas [13].

En la Universidad Nacional de Colombia se ha realizado una investigacion “Propuesta
de un sistema de recomendacion hibrido seméntico de objetos de aprendizaje en el area
de educacion ambiental basado en linked data” con el objetivo de proponer una arquitectura
para realizar recomendaciones de objetos de aprendizaje. Se utilizo las tecnologias de
datos asociados con ontologias para recuperar datos desde la Web. Como resultado se
desarrollé un sistema de recomendacion hibrido cuya arquitectura esta basada en un
modelo de capas, que contiene objetos que se relacionan semanticamente a un tema que
desea consultar, los cuales son clasificados por relevancia. El sistema usa las técnicas de
filtrado colaborativo y basado en contenido, para descubrir las preferencias y conocer las
caracteristicas de un usuario en particular. Para la extraccion de datos de los metadatos

de los repositorios de objetos de aprendizaje se ha usado Linked data [14].

En Pery, en la UNMSM se ha realizado una tesis titulada “Sistema de recomendacioén
de libros basado en ontologias asociadas a tesauros: el caso de la Biblioteca de la Facultad
de Ingenieria de Sistemas e Informatica de la Universidad Nacional Mayor de San Marcos”
con el objetivo de desarrollar y lograr la implementacién de un sistema de recomendacion
de libros que ayude a seleccionar un material adecuado. Se ha utilizado las técnicas de
recomendacién apoyado en ontologias asociadas a tesauros. Los resultados muestran que
el sistema recomienda al seleccionar los campos de estudio y permite generar una

retroalimentacion por medio de las calificaciones y comentarios [15].

2.2. Bases tedricas
2.2.1. Sistemas de recomendacion
Segun Robillard, Maalej, Walker & Zimmermann [16] el sistema de recomendacién

se define como un software de aplicacion que provee informacion de items estimados para
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ser evaluado para un trabajo de ingenieria de software en un entorno dado. El potencial
interés para los usuarios es gue los sistemas de recomendacion proveen sugerencias de

items respondiendo a las preguntas para realizar una actividad.

Los sistemas de recomendacién permiten el filtrado de toda la informacion que se
puede encontrar mostrando los resultados que se consideran de interés para los usuarios,
y que faciliten la toma de decisiones sin invertir mucho tiempo ni esfuerzo extra (Kabassi,
2010, citado por Alvarez [17], p. 11).

También se define como un sistema que tiene la capacidad de analizar y procesar la
data histérica de los usuarios, de los productos o contenidos para transformar en
conocimiento practico, es decir, determina qué producto puede ser interesante para un
usuario [4]. Los objetivos de sistemas de recomendacién pueden ser variados desde
principales como incrementar las ventas hasta operativos y técnicos como lograr la
relevancia, la novedad, la serenidad e incremento de diversidad de recomendaciones. Sin
embargo, los sistemas de recomendacion tienen como meta principal operativo a la

relevancia [18].
Ventajas de sistemas de recomendacion

Para Nufez [19] ofrecen varias ventajas tanto para los usuarios como para las

instituciones que ofrecen servicios. A continuacion, se mencionan algunas de ellas:

Mejora la satisfaccion del usuario, ya que le ayuda a encontrar nuevos contenidos

de su preferencia con facilidad y minimo de esfuerzo.

e Ahorro de tiempo, se puede encontrar contenidos u objetos que necesita con

menos tiempo.
¢ Ofrecer recomendaciones personalizadas de acuerdo al perfil de los usuarios.
e Colaboracion de los usuarios actuales con la valoracion de los items relevantes.

2.2.1.1. Clasificacién de los sistemas de recomendacién

Muchas de las recomendaciones se basan en las estimaciones de valoraciones
(opiniones) que los usuarios hacen de determinados items, segun estas estimaciones,
estos pueden ser recomendados a los usuarios 0 a un usuario de manera mas
personalizada. Los sistemas de recomendacion logran la personalizacion basandose en
una arquitectura de tres elementos principales: datos histéricos, datos de entrada y un

algoritmo. Segun Oliveira (2012) citado por Tarazona, Chavez y Ferro [20] los métodos de
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recomendaciéon se clasifican en: basado en filtrado colaborativo, basado en contenido,

basado en conocimiento y sistemas hibridos.

2.2.1.1.1. Sistemas de recomendacion basados en contenidos

Son los primeros métodos propuestos para los sistemas de recomendacion, segun
Lee etal. (1997) citado por Phino [21] permite recomendar documentos de textos mediante
la comparacién de sus contenidos y el perfil de cada usuario. Se requiere analizar las
propiedades de los items preferidos que el usuario ha visto o ha utilizado y la informacion

sobre el comportamiento de cada usuario, el mismo que sirve para construir sus perfiles.

Esta técnica basada en contenidos se fundamenta en la idea de recomendacion de
nuevos items con categorias similar a estos preferidos por los usuarios actuales. Las
categorias preferidas por un miembro del grupo son almacenadas en el perfil de ese
usuario; estas categorias son derivados de descripciones de items existentes consumidos

por el usuario [22].

En este enfoque los items a recomendar han sido previamente valorados por los
usuarios, esto puede presentar algunos inconvenientes como la sobre especializacion,

subjetividad del contenido y problema del nuevo usuario [19].

Este tipo de recomendacion usa distintos enfoques para integrar el conocimiento
como: razonamiento basado en casos, uso de ontologias, sistema de recomendaciones

basados en restricciones y relaciones de preferencia [23].

2.2.1.1.2. Sistemas de recomendacion de filtrado colaborativo

Este método de recomendacion se considera de mayor fiabilidad, ya que utiliza la
informacion relativa a las preferencias de los usuarios; ademas se basa en las preferencias
de otros usuarios con caracteristicas similares. El concepto de “vecinos mas cercanos” es
utilizado para descubrir un historial similar de la base de datos con la historial de un usuario
nuevo. Consiste en comparar a un usuario activo con cualquier otro usuario para encontrar
las coincidencias o similitudes mas cercanas, y utilizar las calificaciones del usuario actual

para hacer recomendaciones.

El filtrado colaborativo est4 basado en la idea de recomendacion de items que son
derivados desde las preferencias de vecinos mas proximos (nearest neighbors); es decir,
usuarios con preferencias similares a los usuarios actuales [22]. Sin embargo tiene
limitaciones cuando los elementos tienen pocos atributos que permitan describirlos y

cuando las preferencias de los usuarios estan basados en sensaciones [24].
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Algoritmo K-Nearest Neighbors

Segun Ridwang et al. [25] los algoritmos se definen como estructuras o armazones
que se aplican al lenguaje computacional o programacion con el propésito de ayudar en la
resolucion de problemas donde hay datos de entrada y salida como resultado de un

proceso que se ha ejecutado.

El algoritmo de K-Nearest Neighbors (KNN) es un método utilizado por aprendizaje
supervisado, cuyo propdsito es clasificar nuevos elementos segun los atributos y datos de
entrenamiento. Tiene varias ventajas, es de facil implementacién, no es paramétrico o sea
no se necesita que los datos estén distribuidos teéricamente [26] y es mas efectivo
especialmente cuando los datos de entrenamiento tienen mucho ruido y son masivos. Sin
embargo este algoritmo tiene un alto costo de computacién debido al célculo de distancia
desde cada instancia de consulta en todo el entrenamiento [27], debido a que la
clasificacion esta basado en la comparacion de la similitud de los datos de observacion con

cada uno de los datos del conjunto de entrenamiento[26].

La clasificacion es el problema para predecir etiquetas de clase discretas para
patrones sin etiqueta basados en observaciones; por lo que tiene como objetivo aprender
un modelo funcional F que permita una prediccién razonable de la etiqueta de clase Y para
un patrén desconocido X.

La clasificacién KNN se basa en que los patrones mas cercanos a un patrén destino,
para el cual buscamos la etiqueta, ofrecen informacion til sobre la etiqueta. Los patrones
mas cercanos a K en el espacio de datos se asigna la etiqueta de clase a que pertenece,
para ello requiere una medida de similitud. También se aplica a problemas de clasificacion
multiclase, donde para un patron desconocido predice la etiqueta de clase de la mayoria

de los patrones mas cercanos a K en el espacio de datos.

Las técnicas de este modelo son fuertes en el caso de conjuntos de datos grandes y
dimensiones bajas [28]. Ademas, es muy sensible o depende de dos elementos:
primeramente, la variable K, con distintos valores de K se puede obtener diferentes
resultados, por lo que este valor se elige con pruebas de varias instancias. El segundo es
la métrica de similitud que se utiliza, establece la relacion de cercania entre los puntos de

datos de entrenamiento.

El algoritmo més usado en filtrado colaborativo es K-Nearest Neighbor (KNN) que
significa vecinos mas cercanos y tiene dos perspectivas definidas: KNN por usuario y KNN

por item, que habitualmente se conocen como filtrados colaborativos por usuario y por item.
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Filtrado colaborativo basado en usuario

En filtrados colaborativos basados en usuario, se realizan recomendaciones a éste

los items gque han sido de preferencia a usuarios similares.

Un ejemplo que puede ilustrar es la promocién de boca a boca en la cual las opiniones
de los amigos y familiares son muy importantes para tomar una decision. En escenarios
online, estos son reemplazados por Nearest Neighbors (vecinos mas cercanos) que son
usuarios que tienen preferencias similares a las de un usuario actual. Por lo tanto, la
calificacion de un item por parte de un usuario especifica en qué medida un item le puede
gustar a otro usuario; con ello, las predicciones se pueden estimar en qué grado un usuario

preferira un item que no consumio hasta ahora [22].
Filtrado colaborativo basado en items

En cambio, en filtrado colaborativo basados en items, al usuario se le recomienda los

items que son similares a items que han gustado a otros usuarios similares.

El funcionamiento de sistemas de recomendacion esta basado en la colaboracion de
otros usuarios con intereses similares al usuario actual, proceso que permitiria ofrecer

recomendaciones personalizados a los usuarios de la biblioteca del CRAI.

2.2.1.1.3. Sistemas de recomendacion basado en conocimiento

En el enfoque basado en conocimiento, las recomendaciones de items estan
basadas en deducciones de necesidades e intereses particulares de los usuarios, para ello
se utiliza el conocimiento sobre cdmo un item determinado responde a la necesidad de un

usuario especifico [19].

Estos sistemas de recomendacion se centran en un conocimiento profundo de los
elementos o items ofrecidos; ademas datos como el conjunto de reglas o métricas de
similitud y conjunto de items. Dependiendo de los requisitos de usuario (preferencias) que

se tiene, las reglas o restricciones describen qué items deben recomendarse [22].

2.2.1.1.4. Sistemas de recomendacion hibridos

Las recomendaciones hibridas ayudan a subsanar limitaciones especificas de un
método de recomendacion con la complementacion de otro método [22]. En los sistemas
de recomendacion hibridos se puede aprovechar las ventajas de los algoritmos basados
en contenido y filtrado colaborativo para combinarlos y luego realizar recomendaciones

mas efectivas.
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El objetivo del desarrollo de los sistemas de recomendacion hibridos es lograr la
mejor precision en la re comendacion. El peso de recomendacion hibrida se basa en
derivar recomendaciones realizando una combinacién de los resultados calculados por

recomendadores individuales [22].

En la Tabla | se muestra los enfoques de sistemas de recomendacion hibrida con sus

métodos y la forma de calcular los pesos, donde:
RECS: Conjunto de recomendadores.
S: Prediccion de recomendador individual.
Score: Puntaje de item.

TABLA |
ENFOQUES DE SISTEMAS DE RECOMENDACION HiBRIDA.
Método Descripcién Célculo

Predicciones (S) calculados de

Ponderado recomendadores individuales. Score(item)=Yirecerecs S (item, rec)
Predicciones calculados de
Mezclado recomendadores individuales Score(item)=zipper-function(item,
(S) combinado en un resultado  RECS)
de recomendacion.
La prediccion de un
recomendador (n-1) es usado  Score(item)=S(item,recn) <
Cascada

como entrada para el siguiente  S(item,recn-1) < ...
recomendador (n).

Nota. Adaptado de Group Recommender Systems por Ferfernig, Boratto y Tkalcic; p. 12.

2.2.1.2. Dimensiones y métricas de evaluacion de sistemas de recomendacion

En los ultimos afios ha aumentado el desarrollo de diferentes sistemas de
recomendacién, por tanto, para la evaluacion de recomendaciones, primeramente, se
necesita identificar las dimensiones y las diferentes métricas para cuantificar cada

dimension.

2.2.1.2.1. Dimensiones

Para Robillard et al [16] existen una variedad de dimensiones para desempefiar una
evaluacion eficiente de un sistema de recomendacion; algunas de éstas describen las
caracteristicas cualitativas y otras las cuantitativas. En la Tabla I, se presentan las

dimensiones categorizadas:
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TABLA Il
CATEGORIZACION DE DIMENSIONES

Centrado en

recomendaciones

Centrado en usuario Centrado en sistema

Centrado en entrega

Exactitud
Cobertura

Diversidad

Confianza de
recomendador

Confiabilidad Robustez Usabilidad
Novedad Tasa de aprendizaje Preferenua de
usuario
Cambio beneficioso Escalabilidad
Utilidad Estabilidad
. Privacidad
Riesgo

En la Tabla Ill, se presenta un breve resumen de las dimensiones con sus métricas

y el tipo de variable:

TABLA I
RESUMEN DE METRICAS

Dimension Métrica / técnica Tipo
Calificacion: Error cuadratico medio, normalizado RMSE, error
absoluto medio, normalizado MAE.
Ranking: Medida de rendimiento normalizada basada en la
Exactitud distancia, Spearman’s, Kendall's, normalizado con descuento Cuantitativa
con ganancia acomulada. '
Clasificacion: Precision, Recall, tasa de falsos positivos,
especifidad, F-medida, curva caracteristica de funcionamiento
del receptor.
Cobertura de catalogo, cobertura de catalogo ponderada, o
Cobertura S .Y Cuantitativa.
prediccidn cobertura, cobertura de prediccion ponderada
Medida de diversidad, diversidad relativa, curva de precisién de
Diversidad diversidad, estadisticas Q, establecer diferencias teéricas de Cuantitativa.
listas de recomendaciones
Integridad Estudios de usuarios. Cualitativa.
. Modelo de similitud de vecinos consciente, indicadores de Cualitativa/
Confianza . taw
similitud. cuantitativa.
Comparacion de listas de recomendaciones y perfiles de Cualitativa/
Novedad L _
usuario, items populares contados. cuantitativa.
. Comparacion de listas de recomendaciones y perfiles de Cualitativa/
Serenidad : L . et
usuario, clasificabilidad cuantitativa.
. Funcioén de utilidad basada en ganancias, estudio de intencién Cualitativa/
Utilidad . . . -
del usuario, estudios de usuario. cuantitativa.
Riesgo Depende de la aplicacién y la preferencia del usuario. Cualitativa
Robustez Camblo_de prediccién, indice de aciertos promedio, rango Cuantitativa.
promedio.
Tasa d? . Correccién con el tiempo. Cuantitativa
aprendizaje
Usabilidad Estudios de usuarios (encuesta, observacion, monitoreo). Cuall_tat|_va/
cuantitativa.
Escalabilidad Tiempo de entrenamiento, rendimiento de recomendacion. Cuantitativa
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Estabilidad Cambio de prediccion. Cuantitativa

Privacidad Privacidad diferencial, RMSE vs. curva de privacidad diferencial. Cuallltat|_vaj

cuantitativa.

Preferencia de . . Cualitativa/
. Estudios de usuarios. o

usuario. cuantitativa.

Nota. Resumen adaptado de libro Recommendatién System in Software Engineering por Robillard
etal., 2014.

Para esta investigacion se elegirdn algunas dimensiones que estan relacionados con
los usuarios, la entrega y el mismo de sistema de recomendacion. Estas dimensiones se

detallan brevemente:
A. Dimension exactitud

Los sistemas de recomendacion para que tengan valor deben proporcionar
resultados Gtiles que se acerquen a los intereses e intenciones de los usuarios. Por lo tanto,
la medida clave es la correccion de las recomendaciones dadas a un usuario. La exactitud
de una recomendacion se refiere a la alineacién con un punto de referencia o qué tan cerca

esta a las cualidades deseadas.

Existen diferentes métodos para medir la correccion que dependen del tipo de
recomendaciones, se podria predecir como los usuarios califican un item, clasificacién de

los items mas interesantes a los menos interesantes para un usuario en una lista.

Existen diferentes enfoques para la evaluacion de precisiobn de sistemas de
recomendacion. Estos se clasifican en: métricas de precision de prediccion como Mean
Absolute Error (MAE), métrica de precision de clasificacién como Precision and Recall, y

métrica de precision de rango como Kendall's Tau [22].

1) Métricas de clasificacion

La métrica de clasificacion mas utilizadas en los sistemas de recomendacion son la
precision y recuperacion. Esta métrica se aplica en escenarios de evaluacién que no estan
en linea, donde el entrenamiento de algoritmos de recomendacién se realizan con una
parte de las muestras disponibles y posteriormente se avallan comparando las

predicciones con el grupo de prueba, que son parte de los datos retenidos [22].

Unas de las medidas de dimension exactitud es la Precision y Recall para comparar
las recomendaciones en cada contexto de usuario. Las métricas de clasificacion mas

usados se detallan a continuacion:
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Precision

Es la division del numero de items recomendados que son relevantes en relacion al
namero total de items recomendados, lo que representa el porcentaje de recomendaciones

correctas. Esta dado por la formula:

|[recomendadosy (g) N relevantes(g)]|
k

precision k(g) =

Se tiene un conjunto de items recomendados al usuario y otro conjunto de items
relevantes para dicho usuario, la métrica permite saber cuantos de los recomendados son

relevantes para el usuario. La k representa el total de items recomendados.
Recall

Es la division del nimero de items recomendados que son relevantes en relacion al
namero de todos los items relevantes, o sea en qué medida las recomendaciones
realizadas responden a las necesidades de recomendacion. Esta dado por la siguiente

formula;

|recomendadosi (g) N relevantes(g)|

recall k(g) = |relevantes(g)|

Estas métricas tienen una compensacion importante para medir la exactitud de las
recomendaciones, cuando la recomendacion es una lista larga mejora la recuperacion
(Recall) pero es probable que reduzca la precision (Precision). Cuando se mejora la
precision a menudo empeora la recuperacion. Por tanto, la medida F es el equilibrio entre
precision y recuperacion, cuya férmula es:

precision x recall
F=2x

precision + recall

2) Métricas de prediccién
Cuando las recomendaciones tienen la intencion de predecir cdmo los usuarios

califican los items de interés, a menudo se utilizan dos métricas de error, que se detallan a

continuacion:

Error Cuadratico Medio (Mean Square Error)

El Mean Square Error (MSE) es una funcién de riesgo, mide el promedio del cuadrado
de la cantidad de elementos que se diferencia de la cantidad que se estima. Esta diferencia

puede producirse debido a los datos aleatorios o porgue no se ha tomado en cuenta alguna
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informacion que podria dar un célculo mas preciso [24]. Esta métrica penaliza demasiado

las desviaciones grandes.

El MSE se define;

N .(Predicido; — Actual;)?
MSE = |==2 : .
\/ N

Predicido es la calificacién estimada por el modelo y el Actual es la calificacion que
tenia originalmente. Por ejemplo, si un usuario califica 5 a un libro y nuestro prondstico es
4, entonces el MSE es 1. Las recomendaciones seran mejor cuando el valor de MSE sea
menor.

Root Mean Squared Error (RMSE)

EI RMSE puede determinar la diferencia entre las calificaciones reales de los usuarios
y las predicciones llamados también residuos. Los sistemas de recomendacion pueden
sobreestimar o subestimar la calificacion, los residuos pueden ser positivos y negativos. El
RMSE se calcula con la siguiente férmula:

Yaiyer(ui — Twi)?
N

RMSE(T) = \/
Donde: r, es la calificacion real de usuario u para el item i, r*; es el valor predicho y
N es el nimero de todas las calificaciones.

Mean Absolute Error (MAE)

La medida basica de medicion de prediccién de error es Mean Absolute Error (MAE).

La funcion esta dada: usuarios estimados por calificacion de items [22].

Z(u,i)ET |TAui - 7"uil

MAE(T) = ~

3) Métricas de ranking

Esta métrica es usada no solo en contar los items relevantes sino también la posicion
del item en una lista de recomendacion. Uno de estas métricas es Discounted Cumulative
Gain (DCG) que es basado en la idea de qué items aparecen mas abajo en un resultado
de recomendacion que deberia ser penalizado bajando los valores de relevancia en forma
logaritmica [22].
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B. Dimensién utilidad

La utilidad es el valor que el sistema o el usuario obtienen de una recomendacion.
Por consiguiente, el valor de una recomendacion correcta se basa en la utilidad de un item
o elemento. Una posible evaluacién es considerar la utilidad de analisis de costo-beneficio;
sin embargo, la evaluacion debe considerar la variacion de utilidad junto con las medidas
de utilidad y parametrizar el grado de riesgo que los usuarios pueden tolerar en la

evaluacién, ya que cada uno puede abordar el riesgo de diferente manera.
C. Dimensién usabilidad

La efectividad de los sistemas de recomendacion se valida con que los usuarios
pueden usarlos sin dificultad de manera apropiada y ajustarse a los principios generales
de usabilidad. Esto significa que deben ser eficaces, eficientes y proporcionar cierto grado
de satisfaccion a sus usuarios finales. La aceptacion de recomendacion depende de los
contenidos que se presentan en el interfaz del usuario, algunos pueden ser solo
sugerencias, otros proporcionan una lista de recomendaciones clasificadas y muchos
sistemas de recomendacién requieren configuracion, preferencias del usuario y perfil de
usuario. Todas estas interfaces tienen un gran impacto en la usabilidad del sistema de
recomendacion [16].

Los factores de usabilidad de los sistemas de recomendacién generalmente se

evallan a través de estudios de usuarios.

2.2.1.3. Técnicas de retroalimentacion de informacion

Para generar mejores recomendaciones se debe tener mecanismos de recopilacion
de una cantidad suficiente de informacion de los usuarios con la finalidad de descubrir sus
preferencias y gustos por determinados items. La informacion se debe obtener a través de
la interaccibn de los usuarios con la aplicacion[19]. Este proceso se denomina

retroalimentacién y se clasifica en dos tipos: la retroalimentacion implicita y la explicita.

2.2.1.3.1. Retroalimentacién implicita

El proceso de retroalimentacion implicita consiste en evaluar los comportamientos y
acciones ejecutadas por los usuarios en el sistema de recomendacion para obtener

informacion y comprender las preferencias e intereses de los usuarios.
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2.2.1.3.2. Retroalimentacion explicita

Es un mecanismo del sistema de recomendacion en que el usuario puede valorar los
contenidos a través de una puntuacién como uso de estrellas o likes para calificar los items
u objetos. Los usuarios pueden valorar los contenidos de los libros segun el interés que

tienen de cada contenido.

2.2.1.4. Métricas de similaridad

El concepto de similaridad se ha formalizado mediante el uso de métricas o medidas
de distancia; para conocer la similitud de dos individuos o instancias se requiere usar una

funcién para calcular la distancia que existe entre las instancias o items [29].

La funcién de similaridad debe definirse en funcion de los atributos de los objetos. La
definicion de similaridad y el método en el que los puntos son agrupados varian segun el
algoritmo de agrupacién que se aplique. La variedad de algoritmos de clustering son

adecuados para diferentes conjuntos de datos y diferentes propésitos [30].

La extraccion de conocimientos en las bases de datos, se inicid con el desarrollo de
bases de datos relacionales, luego las bases de datos multidimensionales y OLAP (OnLine
Analytical Processing) que permiten la consulta a las bases de datos a varios niveles. En
la dltima década, surge el desarrollo de mineria de datos, algoritmos avanzados de analisis
que facilitan el descubrimiento de nuevos conocimientos para lograr la competitividad de

las organizaciones modernas.

La mineria de datos contiene conjunto de técnicas para encontrar patrones
(similitudes de atributos) automaticamente, denominado agrupamiento o clustering. Estas
técnicas intentan crear grupos de objetos, con tal que los elementos que lo componen los

grupos sean muy parecidos, mientras que los grupos sean los mas distintos posibles.

Para realizar predicciones los sistemas de recomendacién requieren definir y
cuantificar la similitud entre items o usuarios, entonces la distancia sera la medida de la
similitud (cuantificacion) o la diferencia entre observaciones. Ademas, las observaciones
tienen variables asociadas, cuando mas se asemejen dos observaciones, estardn mas

cercanos.

2.2.1.4.1. Medidas de distancia o similitud

Las medidas de distancia o de similitud permiten calcular el grado de relacién entre

dos elementos basado en la semejanza o diferencia de los atributos. Las medidas de

33



similitud mas usados en los sistemas de recomendacién son: distancia de Euclides,

distancia de coseno, distancia de Manhathan, correlacion de Pearson e indice Jaccard.

a) Distancia del coseno

La distancia de dos puntos de un vector, seria el coseno del angulo que forman:

) = areeos ()
X, = qarccoS\ —m—
Y el Iyl

Los dos vectores que forman el angulo de coseno se pueden interpretar como la
medida de similitud de sus orientaciones. El valor de coseno puede ser 0, 1, -1 dependiendo

de sus orientaciones y seran mas similares cuando los vectores tienen la misma
orientacion.

El coseno del angulo entre dos vectores a comparar es el resultado, la similitud es
mayor cuando el &ngulo es menor [31].

Métrica de similitud de coseno

La métrica de similitud de coseno mide la distancia existente entre dos usuarios o
items en funcion del angulo que forman los vectores.

ZiEBx_y Txi-Ty,i

2 2
\/ZiEBx,y Tt \/ZiEBx,y Ty

sim(x,y) =

€ [0,1]

b) Distancia Euclidea

La geometria euclidiana es la geometria en la vida diaria, es la distancia clasica,
como la longitud de una distancia entre dos puntos, definiendo un triAngulo o una escuadra.
Hay otros caminos para medir la distancia entre dos puntos (o el largo de un arco
conectando dos puntos p y q). La distancia de Minkowski mide dm las generalidades de la
distancia euclidiana [32].

De acuerdo con Steinbach & Tan [33], la eleccion de medida de la distancia es otra
consideracion importante. La medida de la distancia usada es Euclidean o Manhattan. En

caso de Euclides, para dos puntos, X y Y, con n atributos, esa distancia es dado por la
siguiente férmula:
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d(x,y) =

c) Distancia de Manhattan

Para Steinbach & Tan [33], la medida de la distancia de Manhattan para dos puntos

Xy Y con n atributos, es dado por la siguiente férmula:

d(x,y) =

Esta funcién denominada también como rectilinear distance que calcula la distancia
entre dos puntos cualesquiera que sean como la sumatoria de las diferencias absolutas

entre cada dimension.

También se denomina como distancia por cuadras, que hace referencia a recorrer un
camino circunvalante y no el mas corto (diagonal), tal como seria el desplazamiento en
Manhattan [29].

d) Coeficiente de correlacién de Pearson

Es una medida de similitud que es usado en sistemas de recomendacion de enfoque
colaborativo. El coeficiente de correlacion entre dos usuarios o items depende de los votos

que ha recibido; cuanto més votos compartidos es mejor [24].

El coeficiente de correlacion Pearson permite calcular el coeficiente lineal entre los

vectores con la siguiente formula:

ZuEU(Ru,x_Ex) (Ru,y _Ey)

\/ZuEU(Ru,x_Ex)z\[Zueu(Ru‘y—ﬁy)z

sim(x,y) =

Donde, Ruxrepresenta la puntuacion del usuario u para el item x y Ry, representa la
puntuacién de usuario u para el item y. R, representa el porcentaje de puntaje de item x y

R, representa el porcentaje de puntaje de itemy.

e) Similitud de Jaccard

La similitud de Jaccard se enfoca mayormente en calificaciones globales, se obtiene
de la proporcién entre los items co-calificados y los items calificados por ambos usuarios.

Se calcula con la siguiente férmula:
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_ (I N Iy)

Sim(x, y)]accard —
(I, v Iy)

Donde I« y ly son conjunto de items calificados por los usuarios X y y respectivamente.

2.3. Marco conceptual
2.3.1. Machine Learning

El aprendizaje automatico (Machine Learning en inglés) es una de las disciplinas de
Inteligencia artificial que estdn basados en algoritmos avanzados compuestos de
herramientas tecnoldgicas (redes neuronales, aprendizaje profundo y el procesamiento de
lenguaje natural) que son capaces de descubrir patrones de comportamiento en datos
masivos para realizar predicciones; son utilizadas en el aprendizaje supervisado y no

supervisado.

Machine Learning fundamentalmente busca desarrollar sistemas informéticos que
mejoren en forma automatica través de la experiencia y conocer las leyes fundamentales

gue rigen del proceso de aprendizaje [34].

En nuestra sociedad de informacién se generan patrones de alta dimension, por lo
tanto, la recopilacién y comprensién de los datos nos permite mejorar la eficiencia de los
procesos, pero se requieren algoritmos que sean capaces de procesar los conjuntos de
datos de manera eficaz [28].

Las dos clases de problemas mas importantes de Machine Learning son el

aprendizaje supervisado y el no supervisado.

2.3.1.1. Aprendizaje supervisado

Segun Kramer [28] el objetivo del método de aprendizaje automatico supervisado es
aprender un modelo de funcién dado, a partir de las observaciones para establecer
relaciones. Este método esta basado en las caracteristicas observadas y las etiquetas
correspondientes. En el aprendizaje automatico es muy importante conocer como se define
un patron, y basicamente un patrén consiste en caracteristicas que se han registrado y

recopilado desde diferentes fuentes de datos.

Para el trabajo se usara el modelo de aprendizaje automético supervisado, siendo

que el sistema de recomendacion esta basado en algoritmos de similitud.
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2.3.2. Validaciéon cruzada

En inglés cross validation, es una técnica estadistica que permite evaluar el
rendimiento de un modelo de machine learning. La validacion cruzada K-fold permite dividir
los datos en K-segmentos iguales, de modo que el entrenamiento y la prueba se realizan
en K iteraciones para entrenar el modelo, obteniendo la precision en cada iteracién la que
se promedia como precision del modelo [35]. Se divide la muestra en dos conjuntos de
datos: entrenamiento y validacibn que ayuda la comprobacion del performance y

comportamiento del modelo.

Segun Microsoft Analysis Services se recomienda los siguientes pasos para realizar

una validacion cruzada:
e Elegir el conjunto de datos a usar para validar el modelo.
e Seleccionar el modelo o modelos que quiere probar.

e Definir los pardmetros para evaluar el modelo entrenado. Se define el nimero de
iteraciones, niumero de Split y el indicador de precision entre 0 y 1, cuando se
aproxima a 1, indica que las predicciones son verdaderas, en caso contrario

menor probabilidad de precision.

K-Folds
Iteracion 1

Iteracién 2
Iteracion 3

Iteracién 4

Iteracién 5

El color azul representa los datos de entrenamiento y color amarillo los de

validacioén, con tal que todos los datos entran en entrenamiento.

Sin embargo, dependiendo de la muestra de datos que se puede usar, en la mayoria

se necesita realizar ajustes para que el modelo se adapte mejor al conjunto de datos.

2.3.3. Balanceo de datos

Segun Cardenas [36] las clases desequilibradas se presentan cuando se trabaja con

datos reales, donde una clase tiene una gran cantidad de muestras, mientras que otras con
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unos pocos [37], estos son notorios en las primeras observaciones. Por otro lado, los
algoritmos convencionales solo consideran la tasa de error de la clase mayoritaria sin tener

en cuenta la clase minoritaria.

Cuando se tiene un conjunto de datos desequilibrados se debe de intentar balancear
las muestras de las clases minoritarias con tal de eliminar el problema de desbalanceo que

incide en el conjunto de entrenamiento.

Las técnicas de remuestreo mas utilizadas para abordar el problema de desbalanceo

de datos son: sobremuestreo (oversampling) y submuestreo (undersampling) [36].

Oversampling. Es la técnica que permite crear nuevas muestras sintéticas
aleatoriamente de la clase minoritaria para equilibrar con las muestras de la clase

mayoritaria.

Copies of the [

minority class

Original dataset Balanced dataset

Figura 2 . Sobremuestreo del conjunto de
datos

Undersamplig. Esta técnica reduce las muestras aleatoriamente de la clase

mayoritaria para balancear con las muestras de la clase minoritaria.

Samples of

|
- maijority class

—_—
Original dataset Balanced dataset

Figura 3-. Submuestreo del conjunto de
datos

Existen estrategias de remuestreo aleatorio como Random Oversampling que duplica
aleatoriamente el conjunto de entrenamiento de la clase minoritaria y Random

Undersampling que reduce en forma aleatoria el conjunto de entrenamiento de la clase
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mayoritaria. Una de ellas es la técnica de sobremuestreo de minorias sintéticas (SMOTE)
gque consiste en crear nuevas muestras sintéticas de la clase minoritaria, eligiendo al azar

un punto para calcular los k-vecinos mas cercanos de ese punto [36].

2.3.4. Herramientas de desarrollo

Los cientificos de datos usan herramientas de programacion como Python para
extraer conocimiento desde datos preparados. La extraccion de esta informacion emplea
varios modelos con propdsitos basados en machine learning, algoritmos, estadistica y
métodos matematicos [38]. A continuacion, se mencionan los lenguajes de programacion

en la construccion del sistema de recomendacion.

Python

Python es un lenguaje de programacion dinamico y permite integrar sistemas de
manera mas efectiva, de propdsito general que es usado en varios campos; ademas es
usado para todo desde script descartables a largos servicios web que provee servicio
ininterrumpido de 24/7. Python es usado para GUI (Grafic User Interface) y programacion
de base de dato, “programacion web de cliente y servidor y prueba de aplicacién; asimismo
es usado por cientificos para escribir aplicaciones de computadores [38].

El mismo autor menciona algunas caracteristicas importantes de Python son:

e Facil de aprender y usar.

e Lenguaje expresivo.

e Lenguaje interpretado.

e Plataforma cruzada.

o Eslibre y open source (cédigo abierto).
e Extensible.

¢ QOrientado a objeto.

e Libreria estandar grande.

e Integrado.

Segun Nagar [39], Python viene con miles de modulos para realizar varias tareas,
pero para los cientificos de computacioén se usan los médulos basicos necesarios que se

mencionan en la tabla IV.
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TABLA IV
MODULOS BASICOS DE PYTHON

Nombre de paquete Medida Propdsito
Numpy Python numérico Computacion numérica.
Scipy Python cientifico Cientificos de computacion
Sympy Python simbdlico Computacion simbdlica

. Biblioteca matemética de e
Matplotlib Para plotear graficos

ploteo

Recientemente Python es el lenguaje mas popular para Machine Learning y Data
Science; ademas es el quinto lenguaje mas usado del mundo y uno de los tres lenguajes
mas usados por los cientificos de datos [40].

Anaconda Suite

Anaconda es una distribucion multiplataforma (Linux, MacOS y Windows) de cédigo
abierto con convenientes y completos ambientes de trabajo para desarrolladores en ciencia
de datos y Machine Learning. Tiene diversos IDE (Integrated Development Environment) y
presenta un interpretador de linea de comandos de Python, caracteristicas avanzadas de
su editor de textos como finalizacion de sintaxis, resaltado de palabras clave y explorador
de archivos [39]. Anaconda tiene méas de mil paquetes y un administrador de entorno virtual

que elimina la necesidad de instalar en forma independiente las bibliotecas.

El Spyder IDE provee un uso facil de un IDE de ambiente de desarrollo de archivos

de Python como se muestra en la figura.

{O ANACONDA NAVIGATOR

L

......

QD b © =

Figura 4. Interfaz de Anaconda Navigator
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Anaconda Navigator tiene una interfaz gréfica que incluye enlaces a todas las
aplicaciones de la distribucion, incluidos RStudio, IPython, JupyterLab, Jupyter Notebook,

Spyder, Glue y Orange.
Spyder

Uno de los mejores IDE de Python para aplicaciones cientificas, es ligero y capaz de
ejecutar complejos comandos de Python; en caso de usar Anaconda Navigator ya viene
por defecto. Su caracteristica es de cddigo abierto, resaltado de sintaxis, tiene un visor de
documentacién y un explorador de variable; es interactiva lo que facilita la prueba y

desarrollo de aplicaciones cientificas [41].
Postgresq|

Es un sistema de administracion de base de datos relacional open source muy
potente con la mejor reputacién por su fiabilidad, arquitectura probada, solidez de funciones
y rendimiento. Trabaja con diferentes plataformas y maneja eficientemente la atomicidad,
seguridad y la integridad.

Django

Django es un framework web de Python para el desarrollo web y aplicaciones
fomentando la rapidez, disefio limpio y pragmatico, que permite concentrarse en la légica
de la aplicacion y reutilizacion del cédigo; asimismo es muy seguro y escalable.

Aplicacion movil

Las aplicaciones moéviles o App son sistemas informaticos disefiados para ser
ejecutados en dispositivos moviles como smartphome, tablets y otros, disponibles en las

plataformas de distribucién de Android, iOS entre otros [42].
Usabilidad

Es un atributo relacionado a la facilidad de uso, se refiere a aprender a utilizar algo
de manera rapida y eficiente con menos propensién a error. Si una caracteristica de un

sistema no es utilizada por el usuario es como si no existiera [19].

41



CAPITULO 1Nl

MATERIALES Y METODOS
3.1. Tipo de investigacién

El presente trabajo corresponde a la investigacion aplicada y tecnolbgica: Se
describen los hechos, se valida el algoritmo de similaridad con la data histérica de préstamo
de libros de los usuarios y busca solucionar el problema de demora en las busquedas de

contenidos mediante la aplicacion de soluciones tecnolégicas.

Se considera aplicada porque plantea resolver problemas practicos y nhormalmente
se realiza la intervencién en el desarrollo de la variable dependiente, y esta enmarcado en
la innovacion técnica, industrial e cientifica [43]; ademas de algun descubrimiento que se
puede aplicar en forma inmediata a procesos de una industria 0 negocio que permita
generar alguna ganancia [44]. Se trata de plantear soluciones a las dificultades y demoras
en la bausqueda de contenidos de libros.

Es tecnoldgica porgue aborda una situaciéon o fenémenos para transformar o crear
nuevas realidades mediante la aplicacién de soluciones tecnoldgicas y aprovechando el
conocimiento cientifico. En efecto es el conocimiento aplicado que modifica una situacion
actual con finalidad practica de uso inmediato como los inventos, innovaciones, disefios y
otros. Los sistemas deben elevar la productividad de los recursos utilizados mediante la
creatividad [45]. Asimismo, este tipo de investigacion busca demostrar la efectividad de la
tecnologia para solucionar problemas técnicos a través de un proceso planificado,
metodico y sistematico [46] En el trabajo se ha utilizado las herramientas tecnolégicas
como las técnicas de machine learning para la optimizacibn de un sistema de
recomendaciones para facilitar la busqueda de contenidos de libros transformando la

situacion actual.

3.2. Disefio de la investigacién

El disefio de la investigacion es no experimental porque no se realiza la manipulacion
de las variables y es de corte descriptivo puesto que permite describir las variables en un

determinado tiempo[47].
El trabajo de investigacién se ha realizado en dos etapas:

Etapa 1. Se ha realizado las pruebas y validacién de algoritmos de similitud con la
muestra de conjunto de datos obtenidos del registro de préstamos de libros para la

optimizacion de sistema de recomendacion de contenidos de libros.
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Etapa 2. La optimizacion del sistema de recomendacion de libros basado en
algoritmos de similaridad para sugerir recomendaciones de contenidos a los usuarios de la

biblioteca del CRAI de la UPeU, a través de un aplicativo movil Android.

3.2.1. Recoleccion de datos

Los datos son recolectados del sistema transaccional del CRAI ofrecido por terceros,
sin descartar otras fuentes como archivos planos de reportes del registro de préstamos de

libros de los usuarios en el periodo 2016 al 2019.

La muestra de datos que se ha tomado consiste en 989 libros y 661 usuarios que
contiene 1466 calificaciones, obtenidos de los reportes de préstamos de libros que se han
realizado durante estos afios por el responsable de Tl del CRAI, ya que no se tiene acceso

a toda la base de datos de préstamos de libros.

Los datos que se han utilizado son de la data histérica de préstamo de libros de los
usuarios de las bibliotecas del CRAI, con el propdsito de la validacion de los algoritmos y

la construccién del sistema de recomendacion de libros

3.2.2. Propuesta del sistema de recomendacion de libros

En la etapa de optimizacion del sistema de recomendacion de libros conforme a la
arquitectura propuesta para lograr la calidad y precision de las recomendaciones, ademas
de amenorar los efectos de las limitaciones, se mencionan un conjunto de procedimientos
y algoritmos aplicables al sistema de recomendacion. En la Figura 5 se revela la

arquitectura propuesta:
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Interaccién de usuario| Retroalimentacion | pates para recomendacion
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recomendacion
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S
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Informacién de los usuarios

Usuario @ Contenidos recomendados
movil

Base de datos
préstamo
libros

Figura 5. Arquitectura propuesta para la optimizacién del sistema de recomendacion
La arquitectura propuesta se ha disefiado considerando los elementos claves de un
sistema de recomendacion, que a continuacién se detallan:
Aplicacion usuarios

El aplicativo de recomendacion de libros cuenta con un interfaz de usuario amigable
que permite interactuar con el sistema, el usuario puede visualizar la lista de
recomendaciones de libros, ver los contenidos de los libros de su interés, solicitar reserva

y préstamo de libros.
Retroalimentacion explicita

La retroalimentacién explicita permite obtener informacién de los usuarios a través
de algunas acciones solicitadas a ellos en el aplicativo de recomendacion de libros; para
ello se usa el sistema de estrellas que permite dar puntuacion a cada libro marcando las

estrellas dependiendo de la relevancia del contenido del libro para el usuario.
Motor de recomendacion

Los motores de recomendacion son algoritmos que intentar predecir libros u otros

productos de forma personalizada para cada usuario especifico. Se ha aplicado el
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algoritmo de filtrado colaborativo que proporciona contenidos de libros similares a los que

se ha prestado anteriormente.
Base de datos

La base de datos almacena la data histérica de préstamo de libros que han realizado
los usuarios de la biblioteca, ademas de las recomendaciones que se han generado por el
motor de recomendacién. La base de datos se actualiza con el registro y actualizaciéon de
datos de los usuarios para iniciar la sesién y los registros de libros se actualizan a través

de aplicacion web del administrador.
Servidor de aplicaciones

El servidor se encarga de gestionar las aplicaciones del sistema de recomendacion

y procesos determinados en la arquitectura propuesta.

3.3. Método CRISP-DM

El método CRISP-DM es muy usado en la analitica y obtencion de modelos basados
en datos como un estandar para realizar proyectos de ingenieria de datos. Esta
metodologia es flexible y facil de personalizar para diferentes trabajos, consta de seis
fases, algunas de ellas son bidireccionales como se visualiza en la Figura 6, o que permite

volver a revisar las fases anteriores si es que es necesario [48].

Analisis del =——>
Problema

Explotacion m

Figura 6. Fases del Método CRISP DM
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3.3.1. Comprensién del negocio (analisis del problema)

En esta primera fase se determinan los objetivos y los criterios de éxito de la
optimizacion del sistema de recomendacion de libros del CRAI, es fundamental el
conocimiento de datos para definir el problema de recomendaciones.

Para la determinacion de los objetivos del negocio se mencionan primeramente la

misién y vision del CRAI que aparece en sitio web:

Vision: “Ser lideres en la gestion de informacion documental en el ambito de la Iglesia
Adventista del Séptimo Dia de Sudamérica y de la educacién universitaria en el Peru”.

Misién: “Facilitar el acceso a la informacién documental que contribuya en el proceso
educativo y la labor de investigacion en busqueda de la verdad y adquisicion del
conocimiento cientifico, tecnolégico cultural y espiritual de los estudiantes, la comunidad

universitaria y el entorno de la UPeU”.

Actualmente el CRAI no cuenta con un sistema de recomendacion que facilite el
acceso a la informacion de libros de las bibliotecas; sin embargo, el aprendizaje automatico
es la solucioén para realizar predicciones o sugerencias de productos a usuarios objetivo
con la finalidad de que usen el servicio o predecir sus preferencias. La recolecciéon del
conjunto de datos para este proceso tiene poco coste pero se puede lograr beneficios

importantes en la satisfaccion de los usuarios.

Considerando que el objetivo del CRAI es facilitar el acceso a la informacion
bibliografica que contribuya en el proceso de aprendizaje, de investigacion y adquisicion
de conocimientos, se alinea con uno de los objetivos de aprendizaje automatico: predecir

y sugerir items a los usuarios segun sus preferencias de informacion.

De acuerdo con la visién y mision del CRAI se destacan dos aspectos importantes:
Facilitar el acceso a la informacion y gestion de informacion que estan relacionados con
los objetivos de aprendizaje automatico, las cuales pueden ser posibles a través de las

predicciones y recomendaciones.

Se considera como un criterio de éxito la prediccion de calificacion de items por los
usuarios con un grado de precision para ofrecer recomendaciones de libros. Asimismo el

grado de precision de las recomendaciones de libros por el sistema.
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3.3.2. Comprensién de los datos

Esta fase comienza con los datos iniciales recolectados, la descripcién de los datos
para familiarizarse con ellos, la exploracion de datos con la aplicacion de pruebas
estadisticas bésicas para encontrar dificultades de calidad de datos y obtener

conocimientos de los datos con informacion oculta.

count 1194,

Figura 7.. Exploracién de datos
con estadisticas basicas

3.3.3. Preparacién de datos

En esta etapa se ha realizado el preprocesamiento de la data histérica de préstamos
de libros del CRAI, cuando se extrae del sistema normalmente este fichero esta en formato
XML (Extensible Markup Language) que requiere la transformacion inicial al formato CSV

(Comma Separated Value) para ser usado por el sistema.

El preprocesamiento de datos es de mucha importancia para lograr la calidad de

datos, para ello se seguira los siguientes procedimientos:

e Extraccion de la data histérica del sistema de biblioteca. La data historica de
préstamo de libros se ha extraido del sistema workflow del CRAI proveido por
SirsiDynix, que permite obtener reportes por usuarios y por items, pero solo en
formato XML.

e Limpieza de datos. Consiste en lograr datos completos y ordenados. Los datos
en formato XML no es manejable por lo que se requiere convertir al formato XLS
de una hoja céalculo para usar las funciones que trae con la finalidad de filtrar los
datos incompletos, datos duplicados, verificar los datos erréneos y otros.
Después de tener el archivo en formato XLS requiere ser convertido al formato
CSV para realizar las pruebas con los algoritmos que se utilizaran en el sistema

de recomendacion de libros. Ademas, el archivo debe contener un codigo de
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identificacion del usuario y un codigo de identificacion de su item de preferencia

emparejados en cada fila y cada campo ordenado por columnas.

Preprocesamiento de datos

Después de la carga de datos al dataframe se ha realizado los siguientes

procedimientos:

Visualizacidon de datos. Antes de dividir el conjunto de datos para el entrenamiento
y las pruebas, es necesario visualizar los datos para ver si presenta algun dato faltante e
identificar las columnas numéricas que se utilizara y las columnas que no seran utilizados

para el entrenamiento.

|

5]
1
a

[V I R TR %
[ S T Ry

Figura 8. Visualizacion de datos

Estandarizacién de datos. Conocido también como normalizacion de los datos. Los
datos visualizados pueden estar correctos y completos, sin embargo, suelen presentarse
el problema de datos NAN durante el entrenamiento, por tanto, se recomienda estandarizar
los datos antes del procesamiento de datos. En la figura 9 se visualizan los datos

estandarizados que seran usados en el entrenamiento del modelo.
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Index Userld Itemld Rating

Figura 9. Datos estandarizados
para el entrenamiento

3.3.4. Modelado

Para el modelado se ha elegido el K-Nearest Neighbours considerando que se
aborda un problema de clasificacion con el propésito de hallar similitudes entre los usuarios
para ofrecer recomendaciones de libros.

Se han realizado las pruebas con las técnicas o algoritmos de similaridad para elegir
el modelo que cumple con los objetivos de la analitica de datos. La técnica de modelado
que mejor se adapta a los objetivos del proyecto es el que aborda los problemas de
clasificacién, ya que se ha abordado casos de predicciones con datos discretos.

En la Figura 10 se visualizan las pruebas que se han realizado con los modelos de
Neive Bayes clasificacion, regresion logistica clasificacibn, maquinas de vectores de
soporte y K-Nearest Neighbours, utilizando el conjunto de datos de préstamos de libros,
resultando con la mejor precision el modelo KNN (0,83), esto depende mucho de la muestra

de datos.
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Figura 10 . Eleccién del modelo KNN con mejor precision

Los procedimientos de plan de pruebas para la comprobacién de la validez y
precision de predicciones de calificacion de items por parte de los usuarios utilizando las
medidas de error cuadratico medio (RMSE). El error se debe entender como la diferencia
entre las predicciones de un estimador y los valores reales.

Una parte del modelado de KNN se muestra en el siguiente pseudocodigo:

#Dividir el conjunto de entrenamiento y de prueba

X_entrena, x_prueba, y_entrena, y_prueba - funcién train_test_split(x, y,
tamafio_prueba=0.3, random_state=42)

Mostrar(x_entrena)
#Entrenamiento modelo KNN
modelo - funcién KNeighborsClassifier (n_vecinos=7, metrica="coseno")
modelo > elige rango np.range (1, 20)
exactitud_entrena >np.empty (mostrar (modelo))
exactitud_prueba >np.empty (mostrar (modelo))
Para i, k en numerado (modelo):
knn > KNeighborsClassifier(n_vecinos = k)
entrenar con knn.fit(x_entrena, y_entrena)
exactitud_entrenali] > puntaje con knn.score(x_entrena, y_entrena)
exactitud_prueba][i] > puntaje con knn.score(X_prueba, y_prueba)
K=7
knn > KNeighborsClassifier (n_vecinos=K, metrica="coseno")

entrenar con funcion knn.fit (x_entrena, y_entrena)
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imprimir (knn.score (X_prueba, y_prueba))
predl - knn.predict(x_prueba)
imprimir (pred1[0])

Luego se ejecuta el modelo elegido con los datos de entrenamiento utilizando
diferentes algoritmos de similitud con la finalidad de lograr el mejor performance del

modelo.

3.3.4.1. Eleccion del método de recomendacion

Existen varios métodos de sistemas de recomendacion, la eleccion depende del
conjunto de datos con la que se dispone para el andlisis y considerando las caracteristicas
de los datos, se ha optado por el método de filtrado colaborativo, dejando de lado
algoritmos que no aporten informacién relevante y que requieran mucho tiempo de
computacion. Existen varios algoritmos que pueden diferenciarse es su aproximacion de
analisis dependiendo de las caracteristicas del problema a abordar. A continuacion, se
detalla la aplicacién del método seleccionado para el sistema de recomendacion de libros:

3.3.4.1.1. Método de filtrado colaborativo

Uno de los métodos mas usados para sistemas de recomendaciéon de libros es el
filtrado colaborativo [6] [3] [7]. Una de las ventajas importantes es que puede realizar
recomendaciones novedosas y no requiere informacion personal de los usuarios del
sistema [49]. En este método las recomendaciones se realizan usando las preferencias de
los usuarios por el contenido de los libros, normalmente las calificaciones de los usuarios
se tienen en una matriz de rating, donde las filas contienen a los usuarios y en las columnas
a los libros, y en cada celda contiene el nimero de calificacion que indica el nivel de

preferencia.

TABLA V
MATRIZ DE CALIFICACION DEL USUARIO PARA EL ITEM
ltemy Iltema ltems Iltemn
Usen R11 R12 Ri3 Rin
User; R R>, Ro3 Ron
Users R31 Ras» Ra3 . Ran
Userm Rm1 Rm2 Rm3 Rmn

En la Figura 11 se presenta el proceso del método de filtrado colaborativo a partir de
la matriz de las calificaciones para realizar las predicciones de libros que deben ser

recomendados al usuario activo.
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Figura 11. Proceso de filtrado colaborativo.
Adaptado de Item-based collaborative filtering recommendation algorithms por Badrul,
George Karypis, Joseph Konstan y John Riedl, 2001.

Existen dos técnicas en este método para usar el algoritmo, los que se detallan a

continuacion:
Filtrado colaborativo basado en usuarios

El enfoque basado en usuario, en donde las calificaciones que los usuarios hacen a
los libros se consideran como la puntuacién de un libro. La similitud de los usuarios es el

factor de ponderacién para la valoracion de un libro, considerando el interés que tiene de

® Libros Libros
@ de de
User

— > interés interes <

A _@ de user  de user
A A B
1

Recomendado

Figura 12. Método de filtrado colaborativo basado en usuarios.

un libro un usuario similar al que se va a recomendar, sirve para realizar la recomendacién

al usuario objetivo.

La técnica de filtrado colaborativo basado en usuario permite identificar a los vecinos
k mas cercanos de un usuario activo para un libro especifico, y en funcién de estos vecinos,
se calcula la prediccién de la calificacion del usuario activo. La similitud entre dos usuarios
se puede determinarse con un algoritmo de similitud, por lo tanto, se elegira la métrica de

similitud mas apropiado de acuerdo al conjunto de datos con la que se cuenta.
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Para producir recomendaciones relevantes a partir de los datos extraidos, la clave es
elegir el algoritmo o técnica adecuada. Ademas, se debe considerar que las técnicas de
recomendacién se basan en dos conjuntos: los libros a recomendar y los usuarios de esos
libros; por tanto, es necesario identificar a los usuarios y los libros relevantes para dichos
usuarios, para ello se tiene la técnica de filtrado colaborativo basado en usuarios y filtrado

colaborativo basado en libros.

En esta investigacion se utiliza datos recopilados implicitamente, lo que significa que
el perfil del usuario es basado en todos los datos proporcionados durante el registro para

la creacion del perfil.
Filtrado colaborativo basado en items

El enfoque basado en item, trata de identificar las relaciones entre los items a través
del analisis de la matriz de puntuaciones, se usan estas relaciones para predecir las
puntuaciones de libros que no han sido vistos. Con cantidades grandes de datos puede
trabajar mejor que basado en usuario, y puede tener mayor precision [50].

Libros con interés  Libros similares
deuser  ,-------

User

Figura 13. Método de filtrado colaborativo basado en items.

Una vez encontrado los items mas similares se combinara con las calificaciones de
libros por un usuario para generar una recomendacion eficaz. Por tanto, la similitud entre

los elementos se calcula en funcién de las calificaciones.

Para compensar la inflacion de las calificaciones (calificaciones mas altas de lo
esperado) se aplicara la formula se similitud de coseno, al igual que en la similitud de

usuarios.
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3.3.4.2. Modelo K-Nearest Neighbors

Existen varios modelos para el aprendizaje supervisado, y la eleccién del modelo
adecuado depende mucho de las caracteristicas de la muestra de datos. En el trabajo se
ha optado por el modelo K-Nearest Neighbors considerando las siguientes ventajas [51]:

¢ El modelo permite manejar problemas de clasificacion multiple con éxito, es

sencillo y al mismo tiempo muy potente, ademas de las predicciones.

e En casos de clasificacion en el que el limite de decisién es bastante irregular

también tiene éxito en las predicciones.
¢ No existe relacién entre las caracteristicas del conjunto de datos.

o Elmodelo es relevante cuando en el conjunto de datos se considera importante

la localizacion de datos.
¢ No se realiza el entrenamiento para que el modelo aprenda.

e Es muy bueno para la busqueda de similitudes semanticas entre las principales

aplicaciones de algoritmo de KNN.

Las fases generales de este método para calcular las recomendaciones son: Célculo

de vecinos, evaluacién de predicciones,

Célculo de vecinos. El algoritmo K-Nearest Neighbors (KNN) o vecinos proximos es
el mas utilizado para realizar recomendaciones colaborativas. Se calcula la cercania de los
usuarios con preferencias y necesidades mas similares a las del usuario objetivo y asigna

objetos a K centroides mas proximos.
Para aplicar el algoritmo se ha seguido los siguientes pasos:
1) Definir el parAmetro K, en nuestro caso K=5.

2) Forma los clusters con K vecinos mas préoximos al elemento nuevo segun la

distancia de similitud.
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3) Recalcular el centroide de k clusters.

4) Repetir el paso 2 y 3 hasta que los centroides sean estables.

Figura 14. Uso de KNN en cddigo Python.

Hallar el valor de K que se ajuste para conseguir la precision de las predicciones es

fundamental. En la figura se muestra los valores K vecinos y los porcentajes de exactitud
para la prediccion:

Al realizar pruebas con mas valores de k-vecinos se puede observar la tendencia de

estabilizarse la variacion de la exactitud del conjunto de entrenamiento y de prueba.

Variacion de vecinos en KNN

100 - - Jest exactitud
Train exactitud
095 -
=
2 090 1
o
m
£
L
085
"""--\.\_,_,—._,_‘_\_'_,_‘_‘_.__,_,— B
080 4

25 5.0 715 10.0 125 15.0 175
Vecinos

Figura 15. Exactitud de train y test con la variacién de K de 1 a 20

El algoritmo KNN permite generar los perfiles de usuarios basado en la similitud entre
el vector de cada usuario.

3.3.4.2.1. Métricas de similitud

Cuando se realizan procesamiento de datos es fundamental usar métricas, es decir
medidas de distancia, apropiadas para el tipo de datos o sea la muestra con la que esta

trabajando, para obtener buenos resultados [52]. Para estimar los vecinos mas cercanos
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se han utilizado las principales métricas de calculo de similitud, con el propésito de evaluar
el modelo con la muestra de datos para lograr el mejor performance de las medidas de
similitud para el modelo del sistema de recomendacién de libros. A continuacién, se

mencionan las medidas de similitud:

Similaridad de Jaccard. Mide la similitud de conjuntos de datos. La similitud de dos
usuarios o libros se encuentra cuando la interseccion de ambos es mas parecida, o sea
cuando mas calificaciones tengan en comuin es mejor, sin depender del valor de

calificaciones.

JJaccard — (NL) (LN L)

Sim(x,y (yUL)  (I,)+ (L) — UxN1y)

Donde Iy y Iy son del conjunto de libros calificados por los usuarios X y Y

respectivamente.

Figura 16. Similitud de dos conjuntos de
libros o usuarios

La similaridad de dos usuarios es la relacion de nimero de calificaciones comunes

que se encuentran en la interseccion y el nimero total de calificaciones es la unién [49].

Coeficiente de correlacion de Pearson. La medida de similitud de Pearson es Uutil
porqgue no depende de los desplazamientos y escalas de valores. Su uso en filtrado
colaborativo, tiene un inconveniente, es que se necesita que exista al menos dos valores
comunes para sugerir predicciones significativas. En esta métrica la puntuacion promedio
del usuario o libro es el centro de cada calificacion. Se calcula en dos versiones: el médulo
v, por interseccion, sumando las calificaciones de los libros que tienen en comun con u; y
total donde también se afiaden las calificaciones de aquellos que no conoce u. Aplicando

la férmula a la muestra de la data obteniendo los siguientes resultados.
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ZuEU(Ru,x - Ex)(Ru,y - Ey)

(ZueoRu = RO? [Sucu(Ruy = Ry)?

sim(x,y) =

Similitud de coseno

La similitud de coseno se ha utilizado para calcular la similitud entre los libros
mediante los vectores de coseno y la similitud de entre los usuarios. La similitud de vector

Xy el vector Y se calcula con la siguiente férmula:

d(x,y) = Xy
(x,y) = arccos <m>

Para calcular la similitud entre los usuarios se ha usado la similitud de coseno,
considerando que se presentan algunos desafios como el problema de escasez de datos
y dispersién de calificaciones que dificulta la correlacion y otro problema es datos
desequilibrados, provocando la caida del rendimiento de calculo. Para abordar este
problema se tenido en cuenta el nimero de elementos comunmente calificados, cuanto
mayor sea el numero de libros comunmente calificados, mayor sera la similitud.
Considerando la base teérica se propone usar la similitud de coseno, que se calcula con la

siguiente férmula:

Ziezax,y Txi-Ty,i

2 2
\/ZieBx,y Toit JZiEBx_y Ty

sim(x,y) = € [0,1]

Donde, se calcula la similitud del usuario X con el usuario Y mediante el angulo que
forman los vectores Xy Y, si el angulo es pequefio significa que hay mayor similitud entre

los usuarios.

3.3.5. Evaluacioén

Evaluacién de predicciones o valoracién de preferencia. Luego de calcular la
vecindad, se puede predecir la estimacién del valor de preferencia que asignaria el usuario

objetivo a cada libro que no ha sido valorado.

Por lo tanto, se debe evaluar la precision de las predicciones de las calificaciones
gue los usuarios realizan a los libros de su interés, para ello se ha utilizado la métrica de
predicciones de MSE y RMSE que son las métricas mas adecuadas para ponderar errores

de distribucion desequilibrada; lo que permite diferenciar las calificaciones reales del
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usuario y las predicciones, éstas pueden ser positivos 0 negativos. Esto se ha calculado

con las siguientes formulas:

N (Predicido; — Actual;)?

MSE =
N

Yawier(Mui — Tui)?
N

RMSE(T) =
Donde, T es el conjunto de pruebas, N es el nimero de pruebas y r\; es el valor
predicho y r. es la calificacion real del usuario u para el libro i.

Dependiendo de los resultados que se obtengan, las predicciones pueden ser falsos
positivos o verdaderos positivos.

i1 i2 im
Ul 0
uz2f O
Un 0 0 0
Matriz de valoraciones K vecinos mas cercanos Célculo de predicciones

Figura 17. Proceso de filtrado colaborativo.

Recomendacién de los mejor valorados Top-N. Se recomiendan los Top-N

primeros libros de la lista de items recomendados.
Evaluaciéon de la exactitud de clasificaciones

Para la evaluacion y verificacion de la precision y exhaustividad de las clasificaciones
se ha utilizado las métricas de Precision y Recall para manejar los casos de falsos positivos

y verdaderos positivos. Las férmulas de estas métricas son:

|recomendadosy (g) N relevantes(g)|
k

precision k(g) =

|recomendadosi(g) N relevantes(g)|

Ik =
recall k(g) |relevantes(g)|
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Estas métricas son complementarias, si la recomendacion de libros es una lista larga,
puede mejorar la recuperacién (Recall) pero empeorar la precisién (Precision) y al revés.
Para ello, la medida F1 es el equilibrio entre estas dos métricas para lograr la efectividad
de las recomendaciones. Se calcula de la siguiente manera:

precision x recall
Fl=2x

precision + recall

Matriz de confusioén

Existen varias medidas de performance de un modelo que cuantifique la calidad del

clasificador [53], una de las mas usados es la matriz de confusion.

La matriz de confusion es una herramienta que ayuda a visualizar los resultados del
algoritmo de un modelo. En la matriz, se presentan el nUmero de predicciones de las clases
en cada columnay en las filas se presenta el nimero total de calificaciones reales de cada
clase.

Predicciones

Clase 1 2
1 FN
Real o Wi
actual 2 FP TN

Figura 18. Estructura de matriz de
confusién
La matriz permite calcular la exactitud, precisién y sensibilidad también conocido

como exhaustividad que son diferentes, pero se suele usar en forma conjunta. Para calcular
se han usado las siguientes férmulas:

TP+TN

Exactitud = o= Fp T FN

TP

P P -
recision TP + FP

Sensibilidad = r__T
ensibilidad = 7p5——5 =3

Estas métricas se han aplicado para evaluar la exactitud, precision y sensibilidad de

las predicciones de las recomendaciones.
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3.4. Optimizacién de recomendacion de filtrado colaborativo

En un sistema de recomendacion real al inicio siempre se presenta el problema de
escases de data y los resultados no son razonables, al mismo tiempo pocos datos del
comportamiento explicito e implicito de los usuarios [54]. Por tanto, se ha decidido optar
por el algoritmo de filtrado colaborativo basado en datos recopilados de atributos
personales y las preferencias de los usuarios, para subsanar los problemas de escasez de

calificaciones y realizar recomendaciones a nuevos usuarios.

En cuanto al modelo KNN que se ha utilizado es fundamental encontrar el mejor valor
de K vecinos mas cercanos y la mejor métrica de similitud para obtener mejores resultados
del modelo. Luego para la optimizacion del modelo se ha aplicado la matriz cruzada para
la evaluacion y validacién del modelo con mejores hiperparametros. A su vez se ha
realizado el balanceo de datos para equilibrar las clases logrando optimizar el modelo y los

resultados se visualizan en una matriz de confusion en el capitulo de resultados.

3.4.1. Retroalimentacién del sistema

La retroalimentacion de informacion del sistema de recomendacion de libros se
realizara utilizando la técnica de retroalimentacion explicita que se efectuara a través de
un sistema de valoraciébn o puntuacion de cinco estrellas, que permite calificar los
contenidos de los libros que son de interés del usuario. Segun Nufiez [19] se requiere
asignar el significado del valor de cada estrella. La puntuacién estara definida tal como se

muestra en la Tabla VI:

TABLA VI
SISTEMA DE PUNTUACION DE CONTENIDOS

Grado de interés Puntuacion

El contenido no es interesante

El contenido es poco interesante

El contenido es interesante

El contenido es muy interesante

El contenido es imprescindible

La retroalimentacion o feedback del sistema segun la literatura existente se realiza a
través de puntaciones o calificaciones explicitas de los usuarios a un libro. Sin embargo,
los sistemas de recomendacion actuales en aplicaciones reales obtienen informacién

implicitamente, o sea sin que el usuario responda preguntas o encuestas sino observando
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su comportamiento e interaccion con el sistema. Esto permite identificar los intereses y

preferencias del usuario objetivo por un tema especifico en un determinado tiempo.

Para la retroalimentacion implicita del sistema de recomendacién se considera la
frecuencia de Likes que dan los usuarios a cada libro y la frecuencia de préstamos de libros
por un usuario. Ademas, los likes que recibe un libro aparece en la lista de
recomendaciones para el usuario, con el propdésito de mostrar que el libro gusta a muchos

usuarios. En la figura se muestra el uso de likes y unlikes.

Like Unlike

Figura 19. Retroalimentacion explicita con
valoracién de likes en los libros prestados

La conversion a rating se ha realizado por cada usuario, si un libro fue prestado por
el usuario objetivo se asigna la puntuacién méaxima. En cambio, en la frecuencia de likes,
la maxima puntuacién obtiene el peso maximo, la minima el menor peso, y las puntuaciones

intermedias se distribuyen en forma equitativa el peso dentro del maximo y minimo.

3.4.2. Explotacion (Implantacién)
3.4.2.1. Interfaz de sistema de recomendacion

El aplicativo de recomendacion de libros se ha disefiado y se ha desarrollado
considerando los requerimientos recabados a través de entrevistas al responsable de
Tecnologias de Informacion (TI) del CRAI, quien colaborara activamente proporcionando

informacion relevante durante el desarrollo e implementacién del sistema.
Se considerara los siguientes parametros para el disefio:
e Interfaz de usuario de facil acceso.

e Accesibilidad mediante dispositivos moviles con sistema Android.
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e Modulo de visualizacion de recomendaciones en el aplicativo, que permite ver la
informacién basica del libro, con opciones de sistema de puntuacién de libros

relevantes y realizar comentarios de satisfaccion de los contenidos de libros.
e Uso de herramientas de software libre para el desarrollo de aplicacion mavil.
e Servidor local de dase de datos de sistema de recomendacion.

Para el desarrollo del App de recomendacion de libros se considerara el uso de
herramientas Open Source, para abaratar los costos y que permita la usabilidad y
escalabilidad del sistema de informacién. A continuacion, se mencionan algunas

herramientas de desarrollo:

+ Python es el lenguaje de programacion que se ha usado, ya que es open source
con una variedad de librerias que son de mucha utilidad que se adaptan al
desarrollo de aplicaciones web. Ademas de la plataforma Anaconda Navigator que

incluye varias aplicaciones de la distribucion.

» Postgress, para gestor de base de datos por la estabilidad y confiabilidad en

manejo de grandes volumenes de datos.
» Servidor HTTP Apache como plataforma de servicio web.

El sistema de recomendacién de libros tiene una interfaz grafica de usuario sencillo
y amigable. El usuario primeramente debe registrarse con los datos basicos personales y
académicos, luego puede iniciar la sesion para ver la lista de libros recomendados para el
usuario activo. Al elegir uno de los libros puede ver su contenido e inmediatamente solicitar

el préstamo o reservar dicho libro.
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Figura 20. Interfaz gréafica de usuario del aplicativo de recomendacion

En la figura se observa el formulario de registro del usuario con los datos solicitados

gue identifican que son estudiantes de la universidad para acceder al aplicativo de

recomendacion de libros. Después del registro el usuario puede iniciar la sesion con su

usuario y contrasefa.
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Figura 21. Visualizacion de la lista de libros recomendados

En la figura se visualiza la lista de libros recomendados para el usuario activo segun
las calificaciones de items y el perfil de usuario. La retroalimentacion explicita del sistema
se realiza a través de la puntuacion con el sistema de estrellas segun la relevancia del

contenido del libro para el usuario.
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CAPITULO IV
RESULTADOS EXPERIMENTALES Y ANALISIS

4.1. Dataset de experimentacion

En la experimentacion se ha utilizado la data set de préstamos de libros de las
bibliotecas del CRAI de la Universidad Peruana Unién, el conjunto de datos denominado
“Rating.csv” que contiene 1466 calificaciones de 989 libros por 661 usuarios, también los
conjuntos de datos “libros.csv” que contiene los datos de los libros y “usuarios.csv” con los

atributos de los usuarios.

Se ha calculado la puntuacion de la dispersién (score sparsity) del conjunto de datos
de préstamos de libros de la biblioteca obteniendo el 0.18, esto muestra que existe
dispersion de datos y el problema de escasez de calificaciones.

Mame Value

n_libros int

n_users int

neighbords neighbors._unsupervised.MearestNeighbors | NearestNeighbors ob..

Figura 22. Numero de usuarios y libros de data set.

4.2. Configuracién de experimentacion (train y test)

En la etapa de pre-procesamiento de conjunto de datos se ha convertido la frecuencia
de préstamos de libros por los usuarios en ratings, las puntuaciones que dan a los libros
que son Unicos para cada usuario-libro. Todos los datos que se han usado estan

convertidos al formato rating.

65



En la figura se muestra los datos en formato rating:

Index Userld [ternld Rating

Figura 23. Datos en formato rating.

El conjunto de datos original se ha dividido en dos: conjunto de datos de
entrenamiento (train set) y conjunto de datos de prueba (test set) en forma aleatoria. El test
set es 30% (199 datos) y el train set es 70% (462 datos) del conjunto de datos.

Figura 24 . Plan de pruebas de evaluacion y validadcion

El propésito es maximizar el conjunto de entrenamiento para aumentar mas datos y
mejorar el modelo, al mismo tiempo maximizar el conjunto de test para lograr mejores

resultados con el fin de medir el sistema.

X

Mame IZE Value

ratings_tes Array of floatgd

ratings_train Array of floatsd

8.
a.
a.
a

Do %
[ I ]
[ I

row core.frame.Pandas : Pandas object of

=)
o

Figura 25. Ratings de entrenamiento y de prueba.
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El performance del modelo de las predicciones de calificaciones se ha evaluado con
la métrica de error MSE vy la precision de las predicciones de las recomendaciones con las
métricas de Precision, Recall y F1 score. El entrenamiento se ha realizado en un equipo

estandar con un procesador i5, velocidad 2,3 GHz y 8 GB de RAM.

4.3. Comparacién de diferentes métricas de similitud

Existen diferentes métricas de similitud, en el trabajo se ha realizado pruebas con
coeficiente de Jaccard, coeficiente de correlacién de Pearson, similitud de Coseno y
similitud de Euclidea, luego al comparar los resultados, la métrica de similitud de coseno

permite lograr la mayor similitud, es decir un promedio que se acerca al 1 que es el éptimo.

Para la evaluacion se ha utilizado las métricas de prediccion de MSE y RMSE, y las

métricas de clasificacién de Precision, Recall y F1 score.

Como se puede observar en la tabla VI, la comparacion de los resultados obtenidos
en el entrenamiento del modelo con diferentes métricas se similitud. En las columnas 2y 3
se presentan los errores de predicciones de calificacion y en las columnas 4 al 6 la precision
y sensibilidad de las clasificaciones obtenidos en la evaluacién del modelo KNN.

TABLA VI
COMPARACION DE ALGORITMOS DE SIMILITUD CON DIFERENTES METRICAS
UTILIZANDO K=8

Medidas de

) ) MSE RMSE Precision Recall F1

distancia

Similitud de 0.36 0.60 0.79 0.83 0.76
Coseno

Coeficiente de 0.37 0.61 0.68 0.82 0.74
Pearson

Coeficiente de 0.37 0.61 0.68 0.82 0.74
Jaccard

Euclidean 0.36 0.60 0.78 0.83 0.77

En la tabla anterior se muestra que la similitud de coseno tiene mejores promedios
en la precision (0.79), sensibilidad (recall) (0.83) y F1 (0.76) esto significa que la prediccion
de las recomendaciones es aceptable, en comparacion con otros algoritmos de similitud.
Ademas, los promedios de error son bajos: MSE (0.36) y RMSE (0.60) en las predicciones

de calificaciones de items.

Por tanto, se ha considerado que el algoritmo de similitud de coseno es el adecuado

para el entrenamiento del modelo con la muestra del conjunto de datos.
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4.4. Evaluacion del modelo de sistema de recomendacion

Para la evaluacion de resultados de predicciones del modelo se ha utilizado las
meétricas de prediccion de Error Cuadréatico Medio (en inglés Mean Squared Error, MSE) y
Raiz cuadrada de Error Cuadratico Medio (en inglés Root Mean Squared Error, RMSE),
estas métricas permiten comparar el error de predicciones de calificacion de items con la
calificacion real. El promedio menor de error representa la precision y el mejor performance

o rendimiento del modelo de sistema de recomendacion.

4.5. Performace relativo de diferentes medidas de similitud

Para conocer el performance de los diferentes algoritmos de similaridad usando las
métricas de error con el MSE y RMSE, lo que se requiere es obtener el promedio de error

mas bajo en las predicciones.

Performance de medidas de similitud con
MSE

0,372

0,37
0,368
0,366
0,364
0,362

0,36
0,358
0,356
0,354

MSE

Cosine Pearson Jaccard Euclidean Manhattan

Medidas de similitud

Figura 26 Performance de algoritmos segin la métrica MSE

El MSE se usa cuando la preocupacion es los valores inesperados, ya que la métrica

amplifica los errores mayores, eso hace que no sea muy intuitivo.
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Performance de medidas de similitud con

RMSE
0,615
0,61
7
S 0,605
o
0,6
0,595
Cosine Pearson Jaccard Euclidean Manhattan
Métricas

Figura 27 Performance de algoritmos segun la métrica de RMSE

El RMSE es mas intuitivo y se usa al final del entrenamiento como estimacion de la
calidad de las predicciones [55].

En las figuras 26 y 27 se muestran los resultados del performance de algoritmos de
similitud en la prediccion de calificaciones, los menores promedios de error (MSE 0.36 y
RMSE 0.6) se obtienen con el algoritmo de similitud de coseno al igual que euclidean y
manhattan. Esto puede deberse a los varios factores que influyen en las medidas de
similitud como escasez de datos, pero existen mecanismos de confianza que ayuden a
mejorar la precision de las recomendaciones. Para el entrenamiento del modelo KNN se
ha elegido la similitud de coseno tiene mejores resultados tal como se visualiza en la tabla

comparativa.

4.6. Analisis y resultados de experimentacion

El performance del modelo KNN depende de dos factores: la mejor métrica de
similitud y hallar el mejor valor K para el entrenamiento. Por consiguiente. se ha realizado
las pruebas con diferentes valores de K usando el lenguaje de programacién Python. El
valor de K=8 tiene el menor error (0.17) es el 6ptimo para el entrenamiento, los resultados

se visualizan en la figura 28.
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Error rate vs valor de K
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Figura 28. Tasa de error respecto a valores de K vecinos

Por otro lado, las métricas de clasificacion que se han utilizado para la evaluacion de

la precisiéon de las predicciones del modelo de recomendacion son: Recall, Precisiony F1
score.

La Precision mide el porcentaje de libros recomendados al usuario objetivo que
realmente eran relevantes para él.

Por consiguiente, las pruebas se han realizado con el valor de K=8 con diferentes

algoritmos de similitud para lograr el mejor performance del algoritmo. En la figura 29 se
muestran los resultados obtenidos.

Performance de algoritmos con K=8
0,8
0,78
0,76
0,74
0,72

o

~

Precision

0,68
0,66
0,64
0,62

Cosine Pearson Jaccard Euclidean

Algoritmos de similitud

Manhattan

Figura 29. Performance de algoritmos con Precision y con K=8
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En la figura los resultados muestran que el algoritmo de coseno obtiene el promedio
de 0.79, un valor que se acerca mas al 1, lo que significa que la precision es buena y el

performance del algoritmo es mejor para las predicciones de recomendacion.

Por otro lado, es recomendable aplicar la métrica de Recall que mide el promedio de
libros relevantes para el usuario objetivo que efectivamente fueron recomendados. Para

conocer el mejor performance de los algoritmos se ha entrenado con el valor de K=8.

Performance de algoritmos con K=8

0,832

0,83
0,828
0,826
0,824
0,822

0,82
0,818
0,816
0,814

Recall

Cosine Pearson Jaccard Euclidean Manhattan

Algoritmos de similitud

Figura 30. Performance de algoritmos con Recall y con K=8

En la figura se visualiza que la mayoria de los algoritmos logran un buen performance
para la prediccion de recomendacion de libros relevantes para el usuario objetivo, pero esto

se puede mejorar con otras técnicas de evaluacion y validacion del modelo.

Los valores obtenidos con las métricas de Precisién y Recall deben tener equilibrio,

estos valores se pueden acercar a 1 en un caso ideal, para ello se utiliza el F1 score.
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Performace de algoritmos con K=8
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Figura 31. Performace de algoritmos con F1 score y valor de K=8

Cuando hay mucha variacion en los promedios de Precision y Recall, la métrica F1
score calcula el promedio arménico de las dos métricas, obteniendo un valor mas objetivo
o el mejor resultado cuando se tiene interés en conocer la exactitud y la integridad. Pero
en los resultados se muestran gue no hay mucha variaciéon, por tanto, no es relevante para

el caso.

4.6.1. Performance de algoritmos de similitud con diferentes valores de K

La medida de performance de un modelo de prediccién es fundamental para conocer
la variacién de puntajes de Precision, Recall y F1 score con los algoritmos de similitud de

coseno, coeficiente de Pearson, coeficiente de Jaccard, Euclidean y Manhattan.

En el modelo K-Nerarest neighbors es fundamental hallar el valor de K éptimo para
obtener los mejores resultados de prediccién. El célculo de puntaje de precisién se ha
realizado con tres instancias de k-vecinos mas cercanos (K=8, K=12 y K=16) para
demostrar la variacién dependiendo del valor de K.
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Comparacion de performance de algoritmos con K=8
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Figura 32. Comparacién de algoritmos de similitud usando valor de K=8

En la figura 32 se muestran que los promedios de precisiéon (0.79) y recall (0.83) se
aproximan a 1 con el algoritmo de coseno y se demuestra que el valor de K=8 es el 6ptimo

para realizar las predicciones de recomendacion.

Comparacion de performance de algoritmos con K=12
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Figura 33. Comparacién de algoritmos de similitud usando valor de K=12
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Comparacion de performance de algoritmos con K=16
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Figura 34. Comparacién de algoritmos de similitud usando valor de K=16

Como se observa en las figuras 33 y 34 las pruebas del modelo realizadas con
diferentes valores de K, los promedios obtenidos con K=12 son: precision (0.72) y recall
(0.82) y con K=16 la precisién (0.81) y recall (0.82) respectivamente; en cambio con K=8

se logra mejores resultados.

Después de la evaluaciéon de los resultados, el mejor performance del modelo de
recomendacioén se logra utilizando la métrica de similitud de coseno y el valor de K=8, para

realizar las predicciones de recomendacion de libros a los usuarios segun sus preferencias.

4.6.2. Optimizacion del modelo con mejores hiperparametros

Para la optimizacién del modelo de recomendacion se ha usado la técnica de
validacién cruzada de cinco iteraciones para evitar los sesgos en el entrenamiento, y

permite obtener mejores resultados en la evaluacién y validacion del modelo.

En un modelo, la optimizacién de los hiperparamentos es crucial para lograr el mejor
rendimiento del algoritmo. La optimizacién del modelo se ha realizado con la busqueda de
hiperparametros para encontrar mejores predicciones y con el menor error MSE y RMSE,
para ello se ha utilizado la técnica de RandomSearch con la funcién RandomizedSearchCV
de Scikit Learn que permite realizar una busqueda aleatoria, encontrando los mejores
pardmetros para entrenar el modelo, teniendo control del nimero de combinaciones de
pardmetros y el ndmero de iteraciones de buisqueda con validacién cruzada (cross

validation). El conjunto de datos se ha dividido en cinco pliegues, en la primera iteracion,
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el conjunto de pruebas utiliza el primer pliegue repitiendo el proceso hasta utilizar todos los

pliegues, y se estiman los errores cuyo promedio es la estimacién final (0,83).

El siguiente pseucdédigo muestra la aplicacion de validacion cruzada para la

evaluacién y validacion de la optimizacion del modelo:

# Combinacién de preprocesado y el modelado en un pipeline
pipe = Pipeline ([(‘preprocesamiento’, preprocesor), (‘modelo’, NearestNeighbors (n_vecinos = 8,
metrica = "coseno"))])

# optimizacion de hiperparametros
parametro_distribuciones = ['modelo K vecinos mas cercanos’: np.linspace (1, 100, 500, dtype =
entero)]

grid = funcion RandomizedSearchCV (
estimador = pipe,
parametro_distribuciones = parametro_distribuciones,
n_iteraciones = 20,
puntaje = 'neg_root_mean_squared_error’,
n_jobs = multiprocessing.cpu_count () - 1,
validacion cruzada = funcién RepeatedKFold (n_pliegues =5, n_repiticion = 3),
reentrenar = si,
verbose = 0,
random_state = 123,
devolver_puntaje_entrena = si

)

Entrenar grid.fit (x = x_entrena, y=y_entrena)

# Resultados obtenidos con grid

resultados - funcion pd.dataframe (grid.cv_result )

filtrar resultados.filter (regex = '(param.*|mean_t|std_t)")\
.sort_values(‘promedio puntaje de prueba’', ascendiente = Falso)\
.head(1)

Al ejecutar la funcion se obtienen los valores de hiperparametros de mean train score

para el posterior entrenamiento del modelo con los valores de K con errores minimos [56].

En la figura 35 se puede observar gue los mejores parametros se obtienen con los
valores de k-vecinos desde K=7 en adelante en forma ascendente en mean test score,
luego se estabiliza los valores de errores minimos desde K=49 en los 100 primeros k-

Vecinos.
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Figura 35. Promedio de RMSE con validacion cruzada

En el experimento se ha definido el nimero de K vecinos més cercanos un rango de
1 a 100 para hallar el valor de K 6ptimo. Los resultados del experimento muestran que el
RMSE decrece con el incremento de K vecinos mas cercanos, luego se estabiliza desde el
valor de K=20 en adelante.

4.6.3. Entrenamiento del modelo con mejores parametros

Después de encontrar los mejores parametros se ha entrenado nuevamente el
modelo con la finalidad de lograr la optimizaciéon. A continuacién, se muestra parte del

seudocaddigo del entrenamiento:

Buscar_parametro= funcion randomizedsearchCV(modelo, parametros, nro_iteraciones=5,
Validacion cruzada=5...)

Entrenar= buscar_parametro.funciéon_entrenar_fit(x_entrena, y_entrena)

Prediccién=entrenar.funciéon predict(x_prueba)

Imprimir (puntaje con nuevo parametro (x_entrena, y_entrena))

Imprimir (puntaje con nuevo pardmetro (x_prueba, y_prueba))

En la figura 36 se presentan los resultados obtenidos del entrenamiento del train
score y test score, ademas el mejor parametro de valor de K=8 que permite lograr el mejor

performance del modelo. Los resultados de entrenamiento y la prueba son muy similares.

Figura 36. Resultados del entrenamiento con mejores pardmetros
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4.6.4. Métrica de evaluacion del modelo
Matriz de confusién
También se conoce como matriz de error, es un método utilizado para la evaluacion

del rendimiento de un modelo de clasificacién; se resume en una tabla la cantidad de

predicciones correctas e incorrectas comparando los valores reales con los predichos.

Se ha realizado el entrenamiento del modelo con los nuevos parametros, luego se ha
realizado la evaluacion de su rendimiento con la matriz de confusion, obteniendo los
resultados que se visualizan en la figura 37:

Confusion Matrix
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1 1 0 0
200
2 45 3 o 0
z
m - 150
L1
=
3 10 0 o 0
- 100
4 5 0 o 0
- 50
1 2 3 4
Predicted label
—L0

Figura 37. Evaluacion del modelo con matriz de confusién

Para la matriz de confusion se ha usado el conjunto de prueba que consta de 359
datos, de los cuales 294 son evaluados como verdaderos positivos, lo que significa que

son items relevantes para los usuarios y se han predicho como relevantes.

El nimero de falsos positivos es 1, lo que indica que las predicciones son Optimas.
En las predicciones lo que se desea es que haya menos falsos positivos. En cambio, en
las predicciones se ha tenido 46 falsos negativos, lo que significa que 46 items debian ser

predichos como relevantes para los usuarios, pero se predijo como no relevantes.
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La métrica de precision es util cuando los falsos positivos son muy preocupantes que
los falsos negativos. Tal como se visualiza en la figura 34, el nimero de falsos positivos es

1; por lo tanto, no es la mejor métrica.

En contraste la utilidad de la métrica de recall es mejor cuando los falsos negativos
son mayores 0 sea mas preocupantes que los falsos positivos. En la figura anterior se
muestra que el nimero de falsos negativos es 46 mayor que los falsos positivos. Por
consiguiente, es convenientes considerar la métrica recall que en el porcentaje general es

83% lo que se visualiza en la figura siguiente.
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Figura 38. Reporte de métricas de clasificacion

Se ha optimizado el modelo usando mejores hiperparametros logrando una
exactitud de 83% de las predicciones correctas con respecto al total o sea los casos
clasificados correctamente por el modelo, con la evaluacién de accuracy (0.83) como se

visualiza en la figura 38.

El porcentaje obtenido es significativo, pero las predicciones solo consideran la
clase mayoritaria (clase 1); sin embargo, no se muestra las predicciones de las clases
minoritarias (clases 2, 3, 4). Esto sucede cuando las clases no tienen muestras uniformes

conocido como clases desequilibradas.
Clases desbalanceadas

Las clases desbalanceadas son un problema de clasificacion y se considera como
una tarea dificil [37], estos casos se presentan cuando una de las clases es minoritaria, es
decir tiene muy pocas muestras. Los datos desbalanceados afectan al algoritmo en el
proceso de generalizacion de la informacién. La medicion de la efectividad del modelo solo

se realiza teniendo en cuenta la clase mayoritaria con un porcentaje alto de aciertos dando
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entender que el modelo funciona bien; sin embargo, no se ha tenido aciertos en la clase

minoritaria.

Los problemas de clasificacion multiclase que deben predecir dos o méas etiquetas
son bastante desafiantes cuando las clases son desequilibradas, porque requiere una
muestra representativa de cada clase para que el modelo realice la prediccion. Ademas,
requiere de un disefio cuidadoso de una métrica de evaluacion y las pruebas para la

eleccion del modelo.

En la figura 39 se observa la cantidad de clases que tiene la muestra con sus

respectivas calificaciones:

Rating de préstamo de libros
979

1000

800

600

Number of califications

169
200 4

12

1.0
2.0
30
4.0

Figura 39. Las clases de data set con las calificaciones

Balanceo de datos de la muestra

La nueva muestra se generara considerando los k-vecinos mas cercanos para ello

se debe seleccionar uno de estos vecinos mas cercanos, con la siguiente ecuacion:
Xnew = X + Ax (xzi - xi)

Donde: A es un namero aleatorio en el rango [0,1]. Esta interpolacién creara una
muestra en la linea entre Xiy X,i. Las categorias de una nueva muestra se elige la categoria

mas frecuente de los vecinos mas cercanos.
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Existen varias técnicas para mejorar el conjunto de datos desequilibrados. En la
experimentacion se ha usado la funcién sobremuestreo aleatorio (RandomOverSampler)

de las librerias de imblearn.over_sampling de Python como se visualiza en la figura 40.

'qampling_ztrétegy=“ﬁutﬂ”, random_state=12)

fit_resample(
x_test, y train, y_test=train_test_split(x os, y_os,test_size=08.3,random_state=42)

model = KNeighborsClassifier(n_neighbors=8, metric="cosine’
model. fit({x_train, y_train)
preds = model.predict(x_test)

Figura 40. Codigo de la funcion para balanceo de datos de las clases

La funcibn RandomOverSampler permite generar aleatoriamente nuevos datos
sintéticos considerando los datos de las muestras de clases minoritarias para uniformizar
las muestras de todas las clases. Después de ejecutar la funcion, las muestras de las
clases minoritarias (clases 2, 3, 4) se han homogenizado con la muestra de la clase

mayoritaria (clase 1), tal como se muestra en la figura.

smT.Rating.value_counts()

.8 7
.8 7
@ 3749
.8 7

ting, dtype: ints4

TR =}

Figura 41 Resultados de balanceo de datos

Después del balanceo de las clases, se ha entrenado el modelo con las nuevas
muestras de las clases para lograr el mejor rendimiento del modelo KNN, utilizando el

algoritmo de similitud de coseno y el mismo numero de vecinos mas cercanos (K=8).

Luego se ha realizado la evaluacion del modelo con la matriz de confusion,

obteniendo los resultados esperados que se presentan en la figura 42.
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Matriz de Confusion con sobremuestreo
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Figura 42. Evaluacion del modelo con matriz de confusién con datos balanceados.

La evaluacion de los resultados de matriz de confusion se realiza con las métricas de
clasificacién de Precicion, Recall y F1 score, que permiten obtener mejores resultados. Los

resultados se han obtenidos con las siguientes formulas:

.. TP TP
Precision = ——— Recall = ———
(TP+FP) (TP+FN)
.. 286 286
= Recall =
Precision (286+6) (286+0)
Precision = 0,98 Recall=1,0

Precision*Recall
Flscore=2% ———
Precision+Recall

0,98
F1 score = 2 + —
1,08

F1 score = 0,99

Los resultados obtenidos muestran que los promedios de precision y sensibilidad de
las clases minoritarias han aumentado por encima de 90% y un 91% de exactitud del

modelo, que son resultados 6ptimos esperados.
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Figura 43. Reporte de métricas de clasificacion después del balanceo de datos.

Se ha usado el mismo conjunto de datos de prueba, pero con sobremuestreo que
consta de un total de 1175 datos. En la clase 1 (clase 0 en la matriz de confusion), se tiene
un total de 311 muestras, de los cuales 245 son evaluados como verdaderos positivos, lo
gue significa que la mayoria de items relevantes para los usuarios y se han predicho como
relevantes. Sin embrago, se ha obtenido 66 falsos positivos, lo que significa que 66 items
debian ser predichos como relevantes para los usuarios, pero se predijo como no
relevantes; siempre se desea que haya menos falsos positivos. En cambio, se ha obtenido
24 falsos negativos, lo que significa que 24 items debian ser predichos como no relevantes

para los usuarios, pero se predijo como relevantes.

En la clase 1 se ha obtenido una precisién de 91% de las predicciones que son
correctas, y una integridad o sensibilidad (recall) de 79% de los items relevantes para los
usuarios se predijo correctamente; lo que demuestra que el modelo tiene un buen

performance y las predicciones son éptimas.

En la clase 2, el total de la muestra es 297, de los cuales 262 son evaluados como
verdaderos positivos, lo que significa que los items relevantes se han predicho
correctamente. En esta clase, se ha obtenido una precision de 0.82 lo que significa que el
82% de las predicciones son correctas, y una sensibilidad de 0.88, lo que explica que el
88% de los items relevantes para los usuarios se predijo correctamente como relevantes;
por tanto, se ha logrado una precision e integridad altas lo que indica que los resultados

son Optimos.

En la clase 3, el total de la muestra es 281, de los cuales 281 es evaluado como
verdadero positivo, lo que significa que casi todos los items relevantes se han predicho
correctamente. Las predicciones tienen una precision de 0.95 lo que significa que el 95%

de las predicciones son correctas, y una sensibilidad de 1.0, lo que explica que el 100% de
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los items relevantes para los usuarios se han predicho correctamente en su totalidad como

relevantes.

Asimismo, en la clase 4, los resultados obtenidos son muy similares a la clase 3 ya
que las predicciones alcanzan una precision de 98%, y una sensibilidad de 100% de los
items relevantes para los usuarios se han predicho correctamente en su totalidad como

relevantes.

En el trabajo de Tian et al. [57] sobre el sistema de recomendacion personalizado de
biblioteca universitaria hace una comparacién de filtrado colaborativo, de contenido y
algoritmo hibrido, logrando obtener un porcentaje de precision de 40% en el hibrido,
aungue se muestra que hay incremento a medida que aumenta el total de conjunto de
entrenamiento. La medida de la precision solo no es tan confiable sino también la
sensibilidad que ayuda conocer si las predicciones obtenidas del modelo son relevantes y
confiables.

Para las pruebas del modelo de recomendacion de libros se ha aplicado el método
de filtrado colaborativo, ya que es el mas recomendado por mejores resultados para este
tipo de items segun los trabajos que se han realizado anteriormente [5] [6] [7] [11]. Este
método usa patrones de comportamiento similares entre los usuarios, con preferencias y

gustos comunes con el usuario actual.

Segun uno de los objetivos del trabajo, se ha evaluado y validado el modelo de
recomendacién basado en el algoritmo de similaridad de coseno y con los mejores
hiperparametros con la matriz de confusion, obteniendo el mejor performance de 91%
(0.91) logrando la optimizacién del modelo para el sistema de recomendacion de libros del
CRAI.
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CAPITULO V
CONCLUSIONES Y RECOMENDACIONES

5.1. Conclusiones

Los sistemas de recomendacion son muy usados en la organizaciones y empresas

en la prestacion de servicios digitales para ayudar a los usuarios a encontrar informacion

de productos y servicios segun las preferencias de los usuarios.

En el trabajo, segun el objetivo principal que se ha planteado, se ha optimizado el

performance del sistema de recomendacion de libros usando el algoritmo de similaridad de

coseno que ha permitido lograr el mejor performance del modelo de clasificacién K-Nearest

Neighbors. Para alcanzar tal objetivo se ha formulado los objetivos especificos, los cuales

se han cumplido para lograr los resultados del trabajo. A continuacion, se enuncian el

cumplimiento de cada uno de los objetivos:

El método CRISP-DM es muy usado en el analisis de datos y ha permitido ordenar
los pasos a seguir para la experimentacion y optimizacion del performance del
sistema de recomendacion de libros; asimismo el método de filtrado colaborativo
por su enorme funcionalidad en casos de problemas de sobreinformaciéon que
enfrentan los usuarios en sus busquedas, permite lograr el filtrado de libros con
contenidos segun sus preferencias y ha permitido realizar predicciones
automaticas de intereses de los usuarios sobre los contenidos de libros, a través
de la recopilacion de informacion de preferencias de los mismos usuarios y de

otros con intereses comunes.

La aplicacion del modelo Nearest Neighbor en el entrenamiento y optimizacion del
modelo ha permitido manejar problemas de clasificacion mdltiple y predicciones.
Cuando la muestra de datos de entrenamiento es multiclase, se debe realizar
predicciones para cada clase; por lo tanto, el manejo de clases desequilibradas es
un desafio en los sistemas de recomendacion, por esta razén, se ha realizado el
balaceo de la muestra de datos de entrenamiento para equilibrar las clases
minoritarias a la clase mayoritaria, esto ha permitido obtener un promedio de
exactitud (accuracy) de predicciones de 0.91 muy cercano al 1 que es el 6ptimo,

demostrando el mejor performance del modelo de recomendacion.

En el modelo KNN es fundamental la eleccién de la métrica de similitud para lograr
los resultados esperados; en el trabajo, la similitud de coseno ha tenido mejores
resultados de promedio de precision (0.79) en comparacion con otras métricas de

similitud como Jaccard, Euclidean, Pearson y otros. El rendimiento del modelo
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depende particularmente de la muestra de datos que se ha usado en el
entrenamiento; en la experimentacion se ha trabajado con el dataset de préstamos
de libros con calificaciones variados. La distancia de coseno usando el valor de
angulo de dos vectores ha permitido hallar la similitud entre las preferencias de
los usuarios y también los items preferidos por usuarios similares al actual para la
prediccion de recomendaciones de libros. Después del balanceo de datos se llegé
a obtener el promedio de precision de 0.92 y un promedio de sensibilidad de 0.92,

gue muestran el mejor performance del modelo de predicciones.

El desarrollo de una interfaz del usuario amigable de la aplicacion movil del
sistema Android permite visualizar los resultados del modelo de predicciones e
incentiva la interaccién del usuario con el sistema de recomendacién de libros de
manera sencilla y efectiva, con tan solo registrarse y luego iniciar la sesién puede

visualizar la lista de recomendaciones de libros con contenidos de su interés.

5.2. Recomendaciones

Considerando la importancia actual de los sistemas de recomendacién se tiene las

siguientes recomendaciones:

El uso de los sistemas de recomendaciones de libros en las bibliotecas de las
universidades puede ayudar a los usuarios a encontrar libros con contenidos de
su preferencia, sin demorar mucho tiempo en las busquedas y mejorar la

satisfaccion del usuario.

La implementacion del sistema de recomendacion de libros en la biblioteca del
CRAI de la universidad en la plataforma de aplicativo moévil o aplicacion web

ayudaria a mejorar el servicio y la experiencia del usuario.

Aunque se han cumplido los objetivos del trabajo, el modelo de sistema de

recomendaciéon de libros puede ser refinado y extendido para mejorar en los siguientes

aspectos:

Realizar pruebas del modelo con muestras de grandes cantidades de datos para
lograr el mejor rendimiento y optimizacion del modelo, lo que supone que

demandara recursos de mayor capacidad y velocidad de procesamiento de datos.

La optimizacion del sistema de retroalimentacion explicita e implicita que permita

recopilar mas informacién sobre las preferencias de los usuarios para el modelo
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de sistema de recomendacion de libros para realizar recomendaciones mas
eficientes y personalizados a los usuarios.

Usar los servicios de Amazon Web Services (AWS) para realizar pruebas de

funcionamiento del sistema de recomendacion de libros en la nube.
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ANEXO A
Matriz de consistencia

Problema general

Objetivo general

Metodologia

¢,Coémo se puede optimizar el performance del sistema de
recomendacién de libros utilizando algoritmos de
similaridad para ofrecer recomendaciones de libros segin
las preferencias de los usuarios del Centro de Recursos
para el Aprendizaje y la Investigacion de la Universidad
Peruana Uni6n?

Optimizar el performance del sistema de recomendacién de
libros basado en algoritmos de similaridad que permita
ofrecer recomendaciones de textos con contenidos
relevantes a los intereses de los usuarios del Centro de
Recursos para el Aprendizaje y la Investigacion de la
Universidad Peruana Union.

Problemas especificos

Objetivos especificos

El sistema de informacién actual usa criterios de
bdsqueda no muy 6ptimos y es complejo encontrar
contenidos de interés para los usuarios por el aumento de
la cantidad de libros en las bibliotecas de la universidad,;
ademas, no cuenta con un modulo para realizar
recomendaciones de libros con contenidos relevantes
segun las preferencias de los usuarios. ¢ Cémo el uso de
algoritmos de similaridad en el sistema de recomendacion
puede ayudar a ofrecer recomendaciones de libros
precisas a los intereses de los usuarios del CRAI?

¢ Definir el método de sistema de recomendacién que se
adapte a las caracteristicas del conjunto de datos
disponible para la generacion de recomendaciones de
contenidos de libros.

o Evaluary validar el algoritmo de similaridad que permita
la optimizacion del sistema de recomendacion de libros
segun las preferencias de los usuarios del CRAI con el
mejor performance del modelo.

Para el problema de optimizacion de performance ¢ C6mo
se puede optimizar el performance del modelo logrando
los mejores hiperparametros para lograr
recomendaciones de libros segun las preferencias de los
usuarios?

e Evaluar la precision y la sensibilidad del modelo de
sistema de recomendacion de libros.

e Visualizar los resultados mediante una interfaz de
aplicacién moévil de sistema Android de las
recomendaciones de contenidos de libros.

El disefio es no
experimental porque no se
realizara la manipulacion
de las variables y es
descriptivo puesto que
permite describir las
variables.
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ANEXO B
Cddigo de balanceo de datos de las clases en Python

mj *Codigo Balanceo de dates: Bloc de notas
Archive  Edicien  Formato  Ver Ayuda

os = RandomOverSampler(sampling strategy="auto", random_state=42)
% _0s, y_os = os.fit_resample(x, y)

#nm = NearMiss(sampling_strategy="auto", n_neighbors=8, version=1)
#x_nm, y_nm = nm.fit_resample(x, y)

print(f* ' *Shape of X before SMOTE: {x.shape}

Shape of X after SMOTE: {x os.shape}''")

print(‘\nBalance of positive and negative classes (%):')
y_os.value_counts(normalize=True)*180

#x_train, x_test, y_train, y test=train_test_split(x_sm, y_sm,test size=8.3,random_state=42)
#x_train, x_test, y_train, y test=train_test_split(x_smt, y smt,test size=8.3,random_state=42)
%_train, x_test, y_train, y_test=train_test split(x os, y_os,test _size=0.3,random_state=42)
#x_train, x_test, y_train, y_test=train_test_split(x_nm, y_nm,test_size=8.3,random_state=42)
len(x_train)

model = KNeighborsClassifier(n_neighbors=8, metric="cosine")

model.fit(x_train, y_train)

preds = model.predict(x_test)

# Evaluate

#print{f Accuracy = {accuracy_score(y_test, preds):.2f}\nRecall = {recall_score(y_test, preds):.2f}\n")
cm = confusion_matrix(y_test, preds)

plt.figure(figsize=(8, 6))

plt.title( Matriz de Confusidén con sobremuestreo’, size=16)

sns.heatmap(cm, annot=True, cmap='Blues');

#Matriz de confusidn
conf_mat = confusion_matrix(y_test, preds)
print{conf_matﬂ

ANEXO C
Manual de usuario de la aplicacion

MANUAL DE USUARIO APLICACION UPeU | CRAI
1. REQUERIMIENTOS

La aplicacion UPEU | Crai tiene requerimientos minimos para que funcione correctamente, los
cuales se detallan:

e Sistema operativo Android.
e Conectividad (Internet).
2. INSTALACION

Después de la descarga de la aplicacion en e mdvil, la instalacidn se realiza en forma automatica.
Luego de instalar se debe ubicar el icono ejecutable de la aplicacidn, paraingresar a la aplicacion
UPEU|Crai, sélo es necesario tocar el icono de la aplicacion.
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Fig. 1. Pantalla en el teléfono que muestra la aplicacion UPEU [ Crai
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3. USO DE APLICACION

La aplicacién UPEU |Crai se ubica en la pantalla del dispositivo movil y luego presionar sobre el
icono para que se inicie de manera automatica. Si no existe conexidn al internet, la pantalla de
inicio(espere) se vera tal y como se muestra en la figura 2. Por lo tanto, la aplicacién no se abrir3,
pero no es un problema de la instalaciéno. iNo te preocupes! Para hacer el uso de aplicacién
tendras que conectarte a internet.

Espere...

Fig. 2. Pantalla de espere de UPEU[Crai (sin internet).

97



Registrarse: Para el registro como usuario nuevo se debe ingresar a la opcion “Registrate” que

aparece en la figura 3.

11:53 AM . 0.0k/s3 X aill il B (50

UPeU | CRAI

uUniversigad Pervana union

2 Usuario

ﬁ Contrasefa D
LOGIN

¢No tienes una cuenta? Registrate

Fig. 3. Pantalla de login de UPEU[Crai.
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Para registrarse debe de ingresar su cddigo universitario, luego ingresar el codigo presionar el
botén consultar tal como se muestra en la figura 4, si el cédigo se encuentra la aplicacién
mostrara un mensaje de que el usuario ya se encuentra registrado, esto redireccionara a la
pantalla login figura 3, ahora si el usuario esta disponible redireccionara a la pantalla de registro
figura 5.

11:54 AM L 12k/83 XKl il D D

<> Caodigo universitario

CONSULTAR

NS >~

¢Ya tienes uiiaCueiita/Ingresar

Fig. 4. Pantalla de consulta de cddigo universitario UPEU|Crai.
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Llenado de datos, primer paso “Datos personales” se ingresa datos solicitados con son los
nombres, apellidos, sexo, cddigo universitario que ya viene llenado por la consulta realizado
como se muestra en la figura 4 y la contrasefa que tiene un icono de ojo para ver la
contrasefia, una vez completado los datos presionamos siguiente para llenar datos de la

universidad.

0 Datos personales

<>

a8

Nombres

Apellidos

Sexo

Cadigo universitario

292992999

Contrasefia L R

Atras ( Siguiente

° Universidad

REGISTRARSE

¢Ya tienes una cuenta?Ingresar

Fig. 5. Pantalla de registro de datos (Datos personales) UPeU|Crai.
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Llenado de datos, segundo paso “Universidad” se ingresan los datos solicitados como son
campus, facultad, escuela y ciclo. Para continuar presionar “Siguiente “o para retroceder al
anterior formulario presionar “Atras” y para retroceder a login presionar en “Ingresar”, tal
como se muestra en la figura 6.

3:48 PM e 7.0k/s3 X il il R D

c Datos personales

a Universidad

A Campus
€ Facultad

€ Escuela

i ciclo -

Atras  Siguiente

o Direccion

REGISTRARSE

¢Ya tienes una cuer *a?Ingresar

Fig. 6. Pantalla de registro de datos (Universidad) UPeU [ Crai.
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Llenado de datos, tercer paso “Direccidn” se ingresan los datos solicitados como son el correo,
celular y direccidn, tal como se muestra en figura 7.

3:48 PM .. 0.2k/s3 WK il il & )

0 Datos personales

e Universidad

e Direccion
Correo
t. Celular
I3 Direccién

Atras  Siguiente

REGISTRARSE

¢Ya tienes una cuenta?Ingresar

Fig. 7. Pantalla registro de datos (Direccion) UPeU|Crai.
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Llenado de datos, finalmente ya llenado los datos presionamos el botdn “REGISTRARSE”, eso
nos redijera a la pantalla de login figura 3.

3:48 PM e 0.2k/s% XKl il

0 Datos personales

o Universidad
o Direccion

Correo

R Celular

I[J Direccién

Atras  Siguiente

REGISTRARSE

¢Ya tienes Gifacueiitaringresar

Fig. 8. Pantalla registro de datos (Boton registrarse) UPeU | Crai.
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Ingresar a la pantalla de libros se debe logearse con condigo universitario y contrasefia creada
por el usuario tal como se muestra en la figura 9.

11:53 AM .. 0.0k/s % X il wll & (3]

UPeU CRAI

Universidad Peruana Union

2 Usuario

ﬁ Contrasefia LN

LOGIN

¢No tienes una cuenta? Registrate

Fig. 9. Pantalla de login UPeU|Crai.
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Las opciones que se muestran dentro del aplicativo al ingresar son las siguientes: menu con
opciones como inicio, editar perfil, cambiar contrasefia, mis reservaciones, libros prestados y
salir. Al presionar el botén lupa esto nos redirecciona a una pantalla donde permite buscar
libros en general y otra opcidn para filtrar libros por facultad, como se muestra en la figura 10.

Perfil de
usuario y el

menu de Filtros de
navegacion libro por

facultad.

Qc

Recomendados para ti

v AR AV
Andlisis matematico : para ...

(R ncowmm:  ewsssama

2012

OUCICON  TESGA  SAWD

Hormigén armado : (adaptad...

] Inicio B . santa Bota  antiguo y
i
2012 o0
A Editar Perfil
Introduccen s s
©  Camblar Contrasefia Croquis a lapiz : del paisaje ... e
@ Mis reservaciones : 8042 con emnane.
2006 B =
@ Libros prestados

-
! [r——

Costo y tiempo en edificaciéon
2012 Lv
Andlisis estructural con ... Buscador de

todo los
libros.

(3 Salir

2013

Fig. 10. Pantalla principal UPeU|Crai.
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Libros recomendados: Presionar en el libro para navegar a detalles de libro, donde se puede
reservar el libro presionando el botdon de “Reservar el libro” y esto manda un modal con el
mensaje de el titulo del libro que ya esta reservado, como se muestra en la figura 11.

Al presionar

nos manda a

mas detalles
del libro.

2:03PM 2053 K il il R (%)

Recomendados para ti

Analifis matematico : para ...
Detalle del
libro

2012

Analisis matematico :

para estudiantes de }

ciencia de ingenieria

Hormigén armado : (adaptad...

2012

Croquis a lapiz : del paisaje ... .
g P paal Botdn para

2006 Afio 2012, 6ta edicion reservar el
libro
Contenido

Costo y tiempo en edificacién

2012

Analisis estructural con ...
Reservar libro

2013

Reservar Mensaje del
Costo y tiempo en edificacion | Ilbro
reservado reservado.

Fig. 11. Pantalla para seleccionar el libro y reservar UPeU | Crai.
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Editar perfil: Es la opcion para modificar los datos del ingresados en tu perfil, como se muestra
en la figura 12.

Nombres
R Merling

( i i actualizar la data.
MR g oeon
Navega a la ‘ Ramirez

Formulario para

pantalla de

Pl o Merling Ramirez Usuario
Editar perfil". ramiveziy17 @gmallcom 5] 201422126
INGENIER!
Ing. Sistemas Sexo
% Masculino v
A Inicio
Codigo Universitario
o
- Editar Perfil cibhbeails
Campus
£ Cambiar Contrasefia Y JULIACA
@  Misreservaciones o Facultada
INGENIERIA
@  Libros prestados
& ol
" Ing. Sistemas v
¢ Salir
Ciclo
u \ ¥
Email

ramirezjry17@gmail.com

Fig. 12. Pantalla para modificar datos ingresados UPEU [ Crai
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Cambiar contrasefa: Es la opcidn para modificar la contrasefia, como se muestra en la figura

13.

Navega a la
pantalla de
"Cambiar
contrasefia".

Jo

E B O

/

Merling Ramirez

ramirezjry17@gmall.com

Inicio

Editar Perfil

Cambiar Contrasefia

Mis reservaciones

Libros prestados

Salir

B Contrasefia actual o

B Contrasefia nueva o

GUARDAR

Fig. 13. Pantalla para cambiar contrasefia UPeU | Crai
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Mis reservaciones: Es la opcidn para administrar los libros reservados, como se muestra en la
figura 14.

Deslizar hacia la
N izquiera para
MR quitar el libro
\ y reservado.
Merling Ramirez
Navega ala m"mﬂ:uugcg/. i .
pantalla de INGENIERIA Costo y tiempo en 23
“mis edificacion o
istado de
reservaciones™| @& inicio libros
reservados.
2 Editar Perfil
£t Camblar Contrasefia
@  Misreservaciones
@  Libros prestados
€ Salir

Fig. 14. Pantalla para administrar libros reservados UPeU [ Crai
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Libros prestados: Es la opcion para ver y calificar los libros prestados por la biblioteca, como se
muestra en la figura 15.

Listado de libros

MR prestados de la
Navega a la Sistemas de informacion biblioteca.
pantalla de H gerencial : administracion de
" i i la empresa digital
Libros Mfrllng Ra e Kenneth C. Laudon y Jane P
prestados”. SEERGACK Laudan
A Calificar
] Inicio " Aplicaciones précticas con
- EXCEL 2016
o Ed Perfil Johnny Pacheco Contgesae
- itar Perfi
Calificar
£t  Cambiar Contrasefia _L Presionar bot6n
"Calificar" par
@ Mis reservaciones Viﬁ)fa(:‘ad l?ba:oa
@  Libros prestados
< Salir
¢Como calificarfas este
libro?

Elegir calfficacién

Para enviar la .
Presionar la

calificacion
presionar r estrella para
"Enviar" calificar.

Fig. 15. Pantalla para ver y calificar libros prestados UPEU | Crai
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Salir: Es la opcidon para cerra la sesion de la aplicacion y esto manda a la pantalla login, como se
muestra en la figura 16.

Presionar
"Salir" para
cerrala
sesion.

A

E B O )

N

Merling Ramirez
ramirezjry17@gmall.com
JULIACA
INGENIERIA
Ing. Sistemas

Inicio

Editar Perfil

Cambiar Contrasefa

Mis reservaciones

Libros prestados

Salir

11:53 AM . 0.0k/s3 X all il B (5

UPeU  CRAI

Universidaa Peruana Union

2 Usuario

@ Contrasefia PN

LOGIN

¢No tienes una cuenta? Registrate

Fig. 16. Pantalla para salir de la aplicacion UPeU | Crai
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ANEXO D
Visualizacién de datos del dataset de libros y usuarios

coleccion biblioteca
SALUD BCJ
SALUD =1
TEOLOGIA BC
BIBLIOTECA BC]
INGENIERIA BC
INGENIERIA BC
BIBLIOTECA BC]
EDUCACTION BC
EDUCACTON BC
BIBELIOTECA BC]

H
+
m
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H
[= 8

[ I - TS s TR Y SO W [ S Ty )

c)
1
a
4
5
B
i
')

8

=

UserId odigo apellidos carrera Campus
1 2818268142 Acarapl Mufioz ... PSICOLOGIA Juliaca

2 161 Adrianc Yahuarcani ... NUTRICION Lima
i Aguilar Buenoc ... PSICOLOGIA Juliaca
Ahumada Chambi ... ADMIN Juliaca
Alca Llacma ... NUTRICION Lima
Alancca Esteban ... UNKNOWN Juliaca
Alarcén Chipana ... SISTEMAS Juliaca
Alata Chusi ... EDPRIM Juliaca
Alata Mamani ... PSICOLOGIA Juliaca
Aleman Egusquiza ... PSICOLOGIA Lima

o

[ L [ I Wy Y S Y U T S+
T m oL oCOE®

o= B -

[y

ANEXO E
Cdédigo python Estandarizacion de datos con la funcion StandardScaler()

@.3,random_state=42)
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ANEXO F
Cédigo python Precision del modelo con similitud de Jaccard

x_cont = confusion_matrix(y_ test, predl)
print(matrix_conf)

wrint{classification_report(y_test, predl))
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fl-score  support
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& & & &
[ I s B s

B

accuracy
macro avg
weighted avg
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Performance del modelo KNN con Precisién, Recall y F1 score

ANEXO G

=
2oy
1]

Precisién

K=l
@
a

0,66
0,54
0,52

Performance de algoritmos con K=8

Pearson Jsccard Euclidean

Algoritmos de similitud

Manhattan

Recall

0,832

0,53
0,828
0,826
0,824
0,822

082
0,818
0,816
0,814

Performance de algoritmos con K=8

Cosine

Pearson Jaccard Euclidean
Algoritmos de similitud
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Manhattan

F1 score

0,775
0,77
0,765
076
0,755
0,75
0,745
0,74
0,735
0,73
0725

Performace de algoritmos con K=8

Cosine

Pearson Jaccard Euclidean
Algortimo de similtud

Manhattan



ANEXO H
Parte del cddigo Python de validacidon cruzada del modelo

=ssing*, preproce
1", NearestNeighbor

Random

estimator

param_distributions = param_distributions,
n_iter = 28,

scoring ‘neg_root_mean_squared_erro
n_jobs multiprocessing.cpu_count() - 1,
cv Repeated d{n_splits = 5, n_repeats = 3},
refit

verb

random_state

return_train_s

_final = grid.best_estimator_
predicciones = modelo final.predict(X
rmse_knn = mean_squared_error(

= y test,
= predicciones,

= False

print(f"EL error (
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ANEXO |
Parte del c6digo Python de entrenamiento del modelo KNN

o5, y_os,test_size=8.3,random_st:

kNHlEhhur Cla_;'flprqn_neighhﬂr5=3, metric="cosir
it(x_train, y_train)
model.predict(x_test)

plt tltlF L n,u cidn con so
sns.he atmaptcm, annot=True, cmap='EBL

pr lnftrHCall
print(fl sco

flcatlun report(y_test, preds))
print( "M

rmse = math.se
p’iﬂtilF

ANEXO J
Matriz de confusion y reporte de clasificacion después del sobreajuste de datos
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